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Abstract

ソフトウェアはこれまでの歴史の中で, 競争による台頭と淘汰を繰り返すことで
進化してきた. Open Source Software(OSS)も例外に漏れず, そのサイクルは加速傾
向となっている. 特に, Web開発や深層学習などの進化の早い領域では顕著である.

ただし, OSSプロジェクト同士の競合関係がその生存に与える影響は解明されてお
らず, 現在採用しているOSSが競合との開発競争に敗れるリスクが現在も至る所に
存在している. この, 強力な競合の出現により将来開発が停止することを, 本研究で
は REV(Rising Event)と呼称する. 本研究では, OSSプロジェクト間の競合関係を
定量化する手法”Mutual Impact Analysis of OSS(MIAO)”と, 将来のREV発生を予
測する ”REV予測モデル（REV Predictive Model, RPM）”の 2つの手法を提案し,

これらの有効性を検証した. MIAOは, マクロ経済学でよく用いられる, 構造的ベク
トル自己回帰モデル (SVAR)とインパルス応答関数 (IRF)を用いて, 複数OSSが相
互に与え合う累積的な影響を算出する. これにより, 従来定性的にしか評価できな
かったOSSの競合関係を定量化し, 特定のOSSが競合相手からどれほど負の影響を
受けているかなどを把握できる. さらに，RPMはMIAOを応用し, 将来のREV発
生を機械的に分類する．これらの手法の有効性を検証するための実験において, 66

のグループに対する実験で, MIAOは 85%の精度で REVを特定することに成功し
た. RPMの予測精度は 73%と中程度の精度になったが, 将来の REV発生リスクを
スクリーニング的に評価するものとしては有用であることを示した. このことから,

MIAOおよびRPMは,OSSエコシステムのダイナミクスを理解し, OSSプロジェク
トの盛衰を予測する上で有用なツールとなる可能性がある.
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第1章 はじめに

オープンソースソフトウェア (OSS)はデジタル上のインフラとして機能しており,

現代の情報システムの多くは, オペレーティングシステム, 言語, アプリケーション
といった種々のレイヤーにおいて, 数多くのOSSコンポーネントで構成されている.

Open UKのレポート [1]によると, 調査対象となった民間企業および公共部門組織
の 97%が社内でOSSを使用していると報告している. 同様に, Synopsysの調査 [2]で
は, 17の産業にわたる 1,067の商用コードベースの 96%がOSSを採用しており, 全
コードの 77%を占めていることが判明した.

現代の情報システムの多くがOSSへ依存していることを考えると, 生存能力の高
いOSSを選ぶことがシステムを長期的に保守, 成長させるための効果的な戦略であ
るといえるが, OSSプロジェクトの持続可能性には疑問符があり, 多くのOSSは人気
を博したものでさえも長続きしない [3]. OSSの失敗要因は多種多様であるが, Coelho

ら [4]によれば, ”陳腐化”や”強力な競合の出現”が失敗の最も大きな要因であると述
べられている. これまでのソフトウェアの歴史を鑑みれば, 新たに出現するOSSは
既存のものの問題点を改善することで台頭し, 一方で新たな問題を生み出すという
サイクルの中で進化してきており, この研究結果には正当性がある. つまりOSSに
は栄枯盛衰があり, 例え健全にコミュニティやプロジェクトが運営されていても, あ
るいはコード品質が高くても, 時代に抗えなくなる日が訪れるのである.

これまでのOSSの持続可能性に関する多くの先行研究は, 主にプロジェクトの内
部要因に焦点を当ててきた. 例えば, Rajaら [5]は活力, 回復力, 組織という 3つの
次元に基づいてOSSプロジェクトの持続可能性を指数化した. Samoladasら [6]は
FLOSSMetrics databaseに対する生存分析により, OSSプロジェクトの生存期間に
寄与する要因について調査し, プロジェクトに貢献者が 1人増えるごとに,プロジェ
クトの生存率が 15.8%加するという分析結果を得た. Liaoら [7]はプログラミング言
語, ファイル数, コア開発者の質の影響に基づいてプロジェクトの寿命を予測した.

しかし, プロジェクトの持続可能性は内部要因のみならず, 前述の「陳腐化」や「強
力な競合の出現」といった外部要因にも影響される. ただし, 陳腐化や強力な競合の
出現は不確定なイベントであり, これらの要因が既存のOSSプロジェクトに与える
影響を分析する研究は不足している. その理由として, OSSの競合関係を定量化す
ることは難しいタスクであり, 対照実験や反実仮想といった複雑な因果推論が必要
となる点が挙げられる.

一方で, 経済学では厳密な因果推論を想定せずとも, 変数間の影響を定量化するた
めの仕組みが, VARモデルやインパルス応答関数により確立されている. インパル
ス応答関数は, ある経済変数の変化がその他の経済変数に時間経過でどのような影
響を与えるかを分析するための手法である. 具体的な事例としては, 原油価格の変
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動が, 世界の経済活動や米国のマクロ経済指標に与える影響を分析するもの [8]や,

中央銀行の金融緩和に対する Consumer Price Index(CPI, 消費者物価指数)や為替
レートといった各種経済変数の反応が, バブル経済時とバブル崩壊後とでどのよう
に変化するかを分析するもの [9]などがある. この手法をソフトウェア工学に応用す
ると, あるOSSの活動量の変化が, その他のOSSの活動量に時間経過に応じてどの
ような影響を与えるかを考えられるようになる. つまり, インパルス応答から得られ
る情報を用いれば, 強力な競合の出現により負の影響を受けたOSSを特定すること
が可能となるかもしれない. 以降では, 強力な競合の出現により将来開発が停止する
ことをREV(Rising Event)と呼称する.

これらの前提のもとで, 本研究では, OSSの競合関係を定量化する手法と, その
定量化手法を用いて, REVにより開発が停止する可能性のある OSSを予測するた
めの手法の 2つの手法を提案する. まず, OSSの競合関係を定量化する手法では,

(Q1)IRFを用いてOSSの時間的競争関係を定量化するMutual Impact Analysis of

OSS(MIAO)を提案する. (Q2)REVグループと nonREVグループで構成されるデー
タセットにMIAOを適用する実験を実施する. (Q3)実験結果に基づいてMIAOの
有効性を検証する. REVにより開発が停止する可能性のあるOSSを予測するため
の手法では, (P1)回帰モデル, 分類モデルといった複数のモデルを混合したREV予
測モデルを提案する. (P2) REV予測モデルの評価用データセットを構築し, REV予
測モデルの性能評価を行う.

これらの提案により, 本研究はOSSの持続可能性の分野に貢献する. REVの概念
は競争による開発停止の条件を定義し, MIAOは外部の競争ダイナミクスを考慮し
たOSSの持続可能性の定量的分析を可能にする. そして, REV予測モデルにより将
来のREVを特定することが可能にする. これらの方法論は, 従来定性的に評価され
てきたOSSプロジェクト間の競争関係を定量的に評価し, その定量データを用いる
ことで将来のリスクを予期するための新しいツールを提供する. 本研究の手法と, 内
部要因や他の外部影響に関する先行研究の知見を組み合わせることで, OSSの持続
可能性をより多角的に評価することが可能となる.

本論文は 7つの章で構成される. 2章では, OSSの生存性に関する関連研究および
先行研究を 4つのカテゴリ（コミュニティ, プロジェクト管理, 技術的要因, 外部要
因）に分類し, それぞれのカテゴリに関連する代表的な研究のレビューを行う. そ
のレビューにより, これまでに得られた知見とまだ分かっていないことのギャップ
を明確にし, 本研究の立ち位置および新規性についてまとめる. 3章では, MIAOと
REV予測モデルの理論の基礎となる, 時系列の特性や, ベクトル自己回帰 (VAR)モ
デル, 構造的ベクトル自己回帰 (SVAR)モデル, IRFなどに関する理論的基盤を提供
する. 4章では, MIAOの理論的背景と詳細なアルゴリズムを詳解した後, 実験を通
したMIAOの性能評価および解釈を行う. 5章は, REV予測モデルに関する理論的
背景と, 実験を通した性能評価を行う. 6章では, これまでの実験結果およびモデル
の評価から得られる, 提案手法に関する考察を展開し, 先行研究との比較を交えて本
研究手法の利点と限界点についてまとめる. 7章では, これまでを総括し, 今後の課
題についてまとめ, 本論文を締めくくる.
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第2章 関連研究

OSSの急速な普及と重要性の高まりに伴い,その持続可能性に関する多くの研究
がなされてきた. 本章では, OSSプロジェクトの生存性に影響を与える要因, 生存性
を評価するための手法, そしてOSSの持続可能な発展を促進するための戦略に関す
る既存の研究を概観する. これらの関連研究を概観することで,本研究の位置づけや
新規性を明確にし,OSSの生存性に関する理解を深める.

まず, OSSの生存性に関する研究は個々の目的やアプローチは異なるものの, それ
ぞれの前提条件においてどのような要因がOSSの生存性に寄与するかを分析するも
のであるといえる. OSSプロジェクトは一般的に, 貢献者が自発的, 創発的に参加す
ることにより運営されるが, 貢献者のほとんどは有志での参加である. したがって,

プロジェクトを運用するコミュニティ内の相互作用や, 貢献者の動態といったコミュ
ニティ内の構造が, OSSプロジェクトを長く続けるために重要な要素になる. そし
て,そのコミュニティが次第に拡大していくと, メンバーを計画的にコントロールす
るために, 意思決定プロセスやリーダーシップ, 組織のガバナンスなどが重要となっ
てくるのは, 現実の組織と同様である. また, ソフトウェアは多種多様の技術ドメイ
ンがあり, それぞれの技術ドメインには固有のプロジェクト特性や技術的要因も存在
する. これらの技術ドメインはそれぞれが異なるライフスパンや, 競争環境に晒され
ており, その特性に応じて生存性に差異があると考えられる. 直感的には, オペレー
ティングシステムやプログラミング言語は, 流行り廃りの激しいWeb開発ライブラ
リに比べ長寿命であり, ライフスパン的にも成熟していると考えられる. その他に,

商用利用に制限のあるライセンスでは多くの開発者に支持されることは難しいと考
えられる. また, 健全に運用されていたOSSであっても, 全体のエコシステムにおけ
る立ち位置や, 外部要因によりその生存性に大きく影響を受けることがあるだろう.

このような観点で, OSSプロジェクトの生存性に影響を与える要因を大きく分類す
ると, 以下の 4つが挙げられる.

• コミュニティ構造と貢献者の動態

• プロジェクト管理とガバナンス

• プロジェクト特性と技術的要因

• エコシステムと外部要因

以降では, これら 4つのカテゴリに関する先行研究をまとめ, 最終的に本研究の立
ち位置や新規性を明確にする.
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2.1 コミュニティ構造と貢献者の動態
Rajaら [5]は, OSSプロジェクトの生存能力の指標を, 活力, 回復力, 組織の 3つの

次元から定義されるVI(Viablity Index)として定式化した. 活力は, 単位時間あたり
のバージョン数, 回復力はコミュニティの不具合等に対する応答速度, 組織はコミュ
ニティのコアグループがタスクを監視する能力をそれぞれ定量化するものである. こ
の研究では, VIがOSSの持続的な成長を高精度に説明可能な指標であることを示し
た. つまり, 生存能力の高いプロジェクトは, コミュニティ内にタスク監視を行うコ
アグループが存在し, 不具合や要望に対する応答速度が優れている. そのため, 単位
時間あたりのリリース回数が多いという特徴があると考えられる.

Samoladasら [6]は FLOSSMetrics databaseに対する生存分析により, OSSプロ
ジェクトの生存期間に寄与する要因について調査した. 対象の変数のうち, 最もOSS

の生存性に影響するのは貢献者数であり, プロジェクトに貢献者が 1人増えるごと
に,プロジェクトの生存率が 15.8%増加するという分析結果が得られている. これは,

Linusの法則に準ずる結果である. 一方で, 貢献者毎にその生産性が異なることも事
実である. Allahoらは [10], GitHubなどのOSSコミュニティにおける貢献者のソー
シャルネットワーク構造を統計的に分析し,開発者の生産性への影響を調査した. 分
析の結果, 開発者のソーシャルタイと生産性の間には正の相関関係が見られた. つま
り, 多くのつながりを持つ開発者は, より多くのプロジェクトに参加し, より多くの
コミットを行い, より長い期間にわたってプロジェクトに貢献する傾向があること
が明らかになった. 開発者の外部ネットワークの質が, いずれの成長段階においても
OSSプロジェクトの生存に正の影響を与えることをWang[11]も言及している. した
がって, 上位の開発者同士はソーシャルネットワーク上で繋がっており, 彼らが所属
するコミュニティあるいはプロジェクトは成功する可能性が高いと考えられる.

ただし, Raja[5]ら, Valiev[12]ら, Liaoら [7]らが指摘するように, 成功するOSSプ
ロジェクトにはコアグループの存在が必要不可欠であり, 彼らの質がプロジェクト
の生存性に寄与する. したがって, 彼らの離脱がプロジェクトの生存能力を脅かす可
能性がある.そのため, コアグループの開発者を引き継ぐ新規開発者のプロジェクト
への取り込みを継続的に行うことが重要となる. Ducheneaut[13]は, OSSプロジェ
クトで新規開発者がコミュニティに認められ正式な貢献者になるまでのプロセスを
詳細に分析した. 分析の結果, OSSプロジェクトで活躍するための要素として, 開発
技術よりもプロジェクト内で自身のアイデンティティを確立するほうが重要である
ことを発見した. したがって, プロジェクトを長期的に持続させたい場合, 新規開発
者をスムーズに取り込み貢献させるための一連のプロセスに関する理解が重要であ
ると述べられている.

2.2 プロジェクト管理とガバナンス
Noniら [14]はOSSコミュニティのガバナンス構造とOSSコミュニティの活力の

関係に関する詳細な分析を行った. Noniらによれば, OSSコミュニティのガバナン
スはオープンソースベース, スポンサーベース, 相互主義ベース, 寛容な独裁者ベー
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スの 4つに定義できる. このうち, より中央集権的なリーダーシップと意思決定モ
デルを持つコミュニティ（スポンサー,寛容な独裁者）は, 分散型モデル（オープン
ソース, 相互主義）を持つコミュニティよりも活力スコアが高い傾向にあった. ただ
し, メジャーリリースに限定した活力スコアを分析すると,相互主義ベースと寛容な
独裁者ベースのコミュニティは,その他 2つのコミュニティよりも有意に高いスコア
を示している. この結果は, 集中化されたリーダーシップは開発の迅速化につながる
可能性がある一方で, メジャーリリースのような創造性を必要とする場面において
は, 開発者への自由度が高い方が有利になる可能性を示唆している.

Liら [15]は, Noniらとは異なる視点でOSSプロジェクトのリーダーシップの違い
による開発者の貢献意欲を評価するためのモデルを提案, 検証した. 118名のOSS開
発者を対象とした調査の結果, 変革型リーダーシップは開発者の内発的動機付けに
正の影響を与え, 積極的な管理を行う交流型リーダーシップは外発的動機付けに正
の影響を与えることが明らかになった. OSSプロジェクトの運営において, 内発的動
機付けは, 開発者自身の楽しみや挑戦意欲, あるいはOSSの理念への共感に基づく
タスクに対して,特に効果を発揮する. 一方, 外発的動機付けでは, 適切な管理によ
り開発者の承認欲求を満たし, 貢献意欲を高めることに効果を発揮すると述べられ
ている. この結果は, Noniらの研究と整合する部分もある.

その他の視点では, 財団や企業といったOSSコミュニティの上位組織がコミュニ
ティに与える影響を調査するものがある. Izquierdoら [16]はApache, Linux, Mozilla

などの有名な財団を含む 89のソフトウェア財団を調査し, その役割を分析した. そ
の結果,財団は開発者コミュニティに法的および組織的な枠組みを提供する上で有用
であるが,ソフトウェア開発の日常的な作業や意思決定プロセスへの関与や影響は
限定的であることが明らかになった. Dahlanderら [17]はOSS企業であるMySQL,

Cendio, Roxen, SOTの 4社をケーススタディとし, これらの企業とコミュニティの
関係性や経営課題を分析した. 分析の結果, OSS企業とコミュニティの関係性には,

共生, 片利共生, 寄生の 3つのアプローチがあることが分かった. 共生では, 企業は
自社とコミュニティの双方にとって利益となるよう, 共同開発を試みる. MySQLは
このアプローチの好例であり, コミュニティと緊密に連携することで, 世界中で数百
万件のインストール数を誇る主要なデータベースへと成長した. 片利共生は企業が
コミュニティに害を及ぼすことなく, コミュニティとの共存により利益を追求する.

寄生では, 企業は自社の利益のみに焦点を当て, 自らの行動がコミュニティに害を及
ぼす可能性を考慮しない. このアプローチに関する明らかなリスクは, 企業がコミュ
ニティの基本的な規範, 価値観, 原則に違反する, あるいは単にフリーライダーとし
て認識されるなど, コミュニティから否定的な評価を受けることであると述べられ
ている.

2.3 プロジェクト特性と技術的要因
Liaoら [7]は, GitHubにホストされるOSSプロジェクトから, 生存性に寄与する

変数を発見し, それらを用いてOSSプロジェクトの寿命予測モデルを提案した. 生
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存性に寄与する変数にはプログラミング言語やプロジェクトに付与されたラベルな
どが含まれる. 分析の結果, 生存性に寄与する変数のうち, プログラミング言語の選
択が生存性に大きく寄与すること, またHTMLや bootstrapといった特定のラベル
が含まれるOSSプロジェクトの寿命は極端に低くなることを発見した.

Kuwataら [18]は, OSSプロジェクトのライフサイクルステージに基づいたプロジェ
クト成長モデルを提案した. 成長モデルは, Born, Childhood, Adolescence, Adult-

hood, Obsolutedの過程を辿り, これらはコードサイズと活動量の時間的な推移を
散布図にプロットすることでその図形的な特徴により推定される. この研究では,

Apache HTTP Serverや Hadoop, Dockerなどの基盤的な OSSや, その他の実験対
象の多くはこの成長過程を辿ることが確認されている. 一方で, ChildhoodからOb-

solutedにいきなり飛ぶなど, この成長モデルに該当しないOSSプロジェクトも存在
し, その場合はプロジェクトの放棄などが考えられる. 成長モデルに該当しないもの
について具体的な言及はないものの, 技術ドメインが関連している可能性があり, 先
行研究で低寿命であるとされている技術ドメインではこのような傾向が見られるか
もしれない.

多くの開発者はメンテナビリティの高いコードを好むが, OSSの生存性とコード
品質に関連性があるかは興味深い問題である. Eluriら [19]はコードメトリクスのう
ち, Cognitive ComplexityおよびCyclometric ComplexityとOSSの生存性の関係に
ついて調べた. 具体的には, GitHubの対象レポジトリから得られるそれらのコード
メトリクスとその他 3つの変数を説明変数とした, OSSが現在生死のいずれの状況で
あるかを分類するモデルを構築した. 検証データセットを用いた予測結果では, 81%

以上の精度でOSSの生死を予測することに成功している. この結果は, コードの品
質がOSSプロジェクトの生存性を説明する要因である可能性を示している. 一方で,

コード品質はOSS採用の意思決定にそれほど寄与しないことを発見した, Siyuanら
[20]の研究がある. これらの研究から, OSSの採用側はOSSのコード品質には無関
心であるが, コミュニティ側はコード品質が低い場合に開発を停止する可能性があ
り, 両者のコード品質への態度にギャップがあることが推測できる.

OSSの持続性を考える上で, 多くのユーザーに採用されることも重要な側面であ
る. そういった意味で, 多くの開発者が採用するOSSに関する特性の理解は欠かせ
ない. Liら [21]は, OSSの採用側がOSSを採用する際に考慮している要因や評価基
準に関する調査を行った. その結果, 採用者側が最も重要視する要素は, ライセンス,

コミュニティサポート, パフォーマンス, リスクであった. 特に, ライセンスの種類
は訴訟に発展することなくOSSを組み込むために重要であると述べられている. 実
際, 制限の弱いライセンスから制限の強いライセンスへの変更はコミュニティの分
離を促進するケースも観測されている. Key Value Store(KVS)の代表的なソフト
ウェアである Redis[22]は, 2024年に BSD3ライセンスから RSALv2と SSPLv1の
デュアルライセンスへの変更を行った. デュアルライセンスへの変更はAmazon Web

Services(AWS)などのクラウドプロバイダが Redisを利用する際に制限を受けるも
ので, 彼らが実質的にRedisを無償で利用することができなくなることを意味する.

そのため, AWSなどはRedisのソースコードをフォークし, 新たに valkeyというプ
ロジェクトを立ち上げた [23]. クラウドプロバイダは Redisに変わり valkeyをクラ
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ウド上でホストすることになるため, Redisは潜在的なユーザーを減少させた可能性
がある.

その他に, Liら [21]はOSS採用に関する重大な要素は, 時間の経過とともに変化
してきており, セキュリティはOSSの品質を評価するための重要な要素になりつつ
あるとが述べている.

2.4 エコシステムと外部環境
エコシステムと外部環境は, 本研究が属する研究分野である. この分野では, OSS

プロジェクトが属するエコシステムや, スポンサーシップの有無, 競合の台頭などの
様々な外部要因がOSSプロジェクトの持続性に与える影響を調査する.

OSSはそれ単体で提供されることは稀であり, 別のOSSに依存し, その依存先も
また別のOSSに依存するという複雑なネットワーク関係をもつ. つまり, 何かしら
のOSSを採用することは, そのOSSが持つリスクのみならず, 依存先のOSSがもつ
リスクをも受容することを意味する. Valievら [12]は, PyPIエコシステムにおける
持続可能性に影響を与えるエコシステムレベルの要因を調査するための混合手法研
究を行った. 調査の結果, 上流の依存が多い場合, 開発初期段階は有利に働くが, 長
期的には依存先のプロジェクトの開発停止に伴う互換性の維持により開発コストが
増大し, 持続可能性に対するリスクが大きくなることが分かった. 反対に, 下流の依
存関係が多い場合, 下流プロジェクトからのリソース流入が期待されるため, 長期的
に見てプロジェクトの持続可能性にプラスになると述べられている.

多くのOSS開発では金銭的な報酬は発生せず, 開発の原動力は開発者の意欲やボ
ランティア精神である. 一方で, OSS開発にはスポンサーシップやユーザーからの寄
付といった金銭的報酬が与えられる場合があり, この報酬の有無がOSS開発の持続
性に与える影響も見過ごせない. Yuhangら [24]は, OSSプロジェクトの活動量とス
ポンサーシップの間には正の相関関係があることを発見した. 同様に, GitHubのプ
ロジェクト支援機能である, GitHub Sponsors プログラムの効果を測定した Jingら
[25]の調査では, プログラム開始後, スポンサー可能なユーザーは, そうでないユー
ザーに比べて, 毎月作成するリポジトリ数が 54%増加する調査結果を得た. これらの
結果は, 金銭的報酬が開発者の活動に関するモチベーションを高め, 活動量の増加に
つながることを示唆する. 一方で, 金銭的な報酬はすべての開発者が受諾するわけで
はなく, 報酬の仕組みに大きく左右される複雑な問題であることが, Krishnamurthy

ら [26]により指摘されている. また, 報酬を得られる者と得られない者の不均衡も存
在し, この不公平性は開発者のモチベーションを低下させる恐れがあるとArzooら
[27]が指摘している. これらの研究から, OSS開発者の貢献意欲を損なわないような
公平で透明性の高いインセンティブ設計が重要であると考えられる.

OSSの競合は, OSSだけではなく, PS(プロプライエタリソフトウェア)も存在す
る. Ravi[28]は, OSS-SS（サポートサービス付きOSS）とOSS（サポートサービス
なしOSS）が PSの市場ポジションに悪影響を与える条件と, PSベンダーが競争に
打ち勝つための戦略について考察した. その結果, ネットワーク効果が弱くOSS-SS
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の使いやすさが低い市場ではOSSが優勢になり,ネットワーク効果が強くOSS-SSの
使いやすさが高い市場ではPSが優勢になることが示唆されている. ここで, ネット
ワーク効果が強い市場は, デスクトップオフィス生産性ソフトウェア, デスクトップ
オペレーティングシステムなどの市場である.

多くのソーシャルメディアでは,ポストに”いいね”が多く集まるほど人々の目に留
まりやすくなるようなアルゴリズムが組まれている. GitHubにも, ”スター”と呼ば
れる SNSの”いいね”に相当する機能が提供されており, スター数が多いプロジェク
トほど検索の上位に来やすく, またメディアに取り上げられるなど開発者の目に留
まる機会が多い傾向にある. 実際, Borgesら [29]が行った開発者へのインタビュー
調査では, 回答者の 4人に 3人が,GitHubプロジェクト利用前にスター数を考慮する
ことが確認された. また, 同研究内で, GitHub上のスター数上位 5,000件のリポジト
リを対象に定量的な調査を行ったところ, スター数とリポジトリの年齢間に相関関
係は見られなかったものの, 貢献者およびフォークの数と中程度の相関関係がある
ことが分かった. つまり, 開発者を引き付ける意味でスター数は重要な意味を持つ可
能性がある.

2.5 本研究の新規性
これまでに挙げた 4つのカテゴリのうち, コミュニティ構造と貢献者の動態, プロ

ジェクト管理とガバナンス, プロジェクト特性と技術的要因の 3つは, 主に内的要因
と OSSの生存性の関係性を研究する分野である. これらの分野に属する研究では,

様々な内的要因がOSSの生存性に与える影響を明らかにし, 重要な知見を提供した.

しかし, これらは内的要因に閉じたものであり, OSSプロジェクト間の競争関係と
いった外的要因を明示的に扱っているわけではない.

残りのエコシステムと外部要因についても, 依存関係ネットワークやスポンサー
シップ, GitHubスターといった外部要因とOSSの生存性との関係性について重要な
知見を提供した. 外的要因を扱うという意味において本研究と方向性は一致してい
るが, これらの研究も, 本研究が着目するOSSプロジェクト間の競争関係を明示的
に扱っているわけではない. その他にも, Coelhoら [4]は, OSSの衰退要因で最も多
いものとして”陳腐化”や”強力な競合の出現”に言及しているものの, 事後の定性的
な分析にとどまっており, これを定量化あるいは予期するような手法を提案してい
るわけではない.

本研究では, OSSの競争関係に着目し, OSSプロジェクトどうしの時間的な影響を
定量的に評価する手法と, この定量データを用いて将来REVが発生するかを予測す
ためのモデルを提案する. 本研究の新規性は, マクロ経済学で広く使われる手法を応
用し, これまで定性的に扱われてきたOSSの競合関係を定量化することにある.
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第3章 準備

第 2章では，OSSの生存性に関する先行研究を概観するとともに，本研究が着目
する「OSS間の競合関係」について議論を行った.本研究では，複数のOSSが時間
的に互いへ与え合う影響を捉えるために，マクロ経済学の領域で広く用いられてき
たVARモデル（Vector Autoregression）や SVARモデル（Structural VAR），そし
てインパルス応答関数（IRF）を応用する.そこで本章では，MIAOやREV予測モ
デルを理論的に支える「時系列解析」の基盤知識と，主要な数理モデルについて整
理・説明することを目的とする.

具体的にはまず，時系列データがもつ定常性や自己共分散といった基礎概念を復
習し，VARモデルを構築・運用するために必要となる統計的性質を明確にする. 次
に，通常のVARモデルでは把握が困難な同時点における変数間の関係性を表現する
SVARモデルを導入し，識別制約やインパルス応答関数の計算過程について述べる.

最後に，OSS間の累積的な影響を定量化するうえで重要となる「累積インパルス応
答関数」や，本研究で用いる機械学習手法の概要にも触れることで，後続章におけ
る提案手法（MIAOとREV予測モデル）の技術的背景を明らかにする.

3.1 時系列の性質
3.1.1 定常過程
本研究はOSSの時系列データとVARモデルを主に用いるが, VARモデルにおい

ては時系列が定常過程であることが要求される. そのため, 時系列が定常であるか,

非定常あるかを区別する必要がある. 特に, 本研究で定常過程というとそれは弱定常
過程を意味する. 時系列 T = (yt)が定常過程であるとは次を満たすことである.

1. T の平均が時刻 tに依存せず一定となる. すなわち, E(t) = µ

2. T の分散が時刻 tに依存せず一定となる. すなわち, Var(yt) = σ2

3. T の自己共分散が時刻 tに依存せず,ラグ kによってのみ定まる. すなわち,

Cov(yt, yt−k) = Ck

一方, 非定常過程はこれらを満たさず,時刻 tによって統計的性質が変化する確率
過程といえる. 例えば,トレンドを持つ時系列は非定常過程の代表的なものとなる.

時系列が定常であるか非定常であるかは, その時系列が単位根をもつかを確認する.

単位根の有無は, 単位根検定と呼ばれる種類の統計的仮説検定を用いるのが一般的
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であり, Dickeyら [30]が提案したDF検定（Dickey-Fuller Test）がよく用いられる.

VARモデルの場合はこれを多変量に拡張した, ADF検定 (Augmented Dickey-Fuller

Test)を用いることになる.

仮に時系列が単位根を持つ場合, その時系列は単位根過程と呼ばれ, 非定常な確率
過程となる. 時系列が単位根を持つ場合でも, 階差を取ると定常となることがある.

階差とは, 1時点前のデータとの差をとった時系列データのことで, 階差を取って得
られる時系列を階差系列という. 階差は複数回取ることができる. つまり, 新たに得
られた階差系列からさらに階差系列を作ることができるが, 元の時系列が持つ情報
が次第に失われていく点には注意が必要である. Marcos[31]によれば, 整数による階
差系列はどんな系列のデータに対しても情報を削除しすぎていることを指摘してお
り, 3/5以下で差分を取ることで定常性が得られると主張している. このように, 小
数の範囲で差分を取って得られる系列を分数差分系列と呼ぶ.

分数差分系列の導入は次である. BkXt = Xt−kとなるような作用素Bをバックシ
フトオペレータとすると, 1階の整数差分系列は (1−B)Xt = Xt−Xt−1, 2階の整数
差分系列は (1−B)2Xt = Xt − 2Xt−1 +X2

t−1となる. これを一般化すると次となる.

(1− B)d =
∞∑
k=0

(
d

k

)
(−B)k

= 1− dB +
d(d− 1)

2!
B2 +

d(d− 1)(d− 2)

3!
B2 + · · ·

この一般式を使って分数差分系列は次のような列で表せる.

ω =

{
1,−d, d(d− 1)

2!
B2,

d(d− 1)(d− 2)

3!
B2, · · · , (−1)kΠk−1

i=0

d− i

k!
, · · ·

}

3.1.2 ホワイトノイズ
VARモデルのような時系列予測モデルの誤差項は単なる誤差ではなく, モデルが

説明できないランダム要素として重要な役割を担う. 特にVARモデルやARモデル
における誤差項はホワイトノイズとして分布することが仮定されており, モデルの
精度を議論するうえで誤差項がホワイトノイズに従うかの検証も必要になってくる.

時系列 T = (yt)がホワイトノイズであるとは次を満たすことである.

1. E(yt) = 0

2. k = 0のとき, Cov(yt, yt−k) = σ2

3. k ̸= 0のとき, Cov(yt, yt−k) = 0

この定義から, ホワイトノイズも自己相関を持たない定常過程であることが分かる.

時系列が自己相関を持たないことは, 一連のかばん検定により検証できる. かばん検
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定では, Box-Pierce検定 [32]や Ljung-Box検定 [33]など複数の手法が用意されてい
るが, それぞれ検出力などが異なる. 近年では Ljung-Box検定の使用が推奨されて
いる. Ljung-Box検定はH0がラグ 1からラグ nまでの全てで自己相関が 0, H1がラ
グ 1からmまでの自己相関のうち, 少なくとも一つが 0でない, である.

3.1.3 季節変動
季節変動とは, 時系列データにおいて規則的に繰り返される周期的な変動のこと

を指す. 例えば, 小売業の売上高データでは, クリスマスや年末シーズンに毎年上昇
するといった変動パターンが見られることが多い. このような季節変動は, 時系列
データの分析や予測において重要な要素となる. 季節変動を含む時系列データは, 一
般的に次の 4つの要素に分解できる.

1. トレンド成分: 長期的な増加または減少傾向

2. 季節成分: 一定期間ごとに繰り返される変動

3. 循環成分: 長期的な周期での変動（景気循環など）

4. 不規則成分: 上記以外のランダムな変動

季節変動の分析や除去には, 様々な手法が存在するが, 代表的なものに STL (Sea-

sonal and Trend decomposition using Loess) 分解 [34]がある. STL分解は, ロー
カル回帰（Loess）を用いて時系列データをトレンド (Trend), 季節 (Seasonal), 残差
(Residual)成分に分解する手法である. すなわち, 原系列 Ttを次のように構成する
ものである.

Tt = Trendt + Seasonalt +Residualt (3.1)

STL分解は, 複雑な季節パターンや欠損値を含むデータにも適用可能であり, 多く
の分野で使用されている. 季節性を取り除くことで時系列データの定常性を担保し
やすくなるため, VARのような定常性を前提とするモデルの信頼性を高めることが
できる.

3.2 VARモデル
VAR(Vector Autoregression)モデルは, AR(Autoregression)モデルを多変量に拡

張したモデルである. ARモデルは 1次の時系列予測モデルで, 自身の過去の値を用
いた回帰式により将来の値を予測する. VARモデルもオリジナルがARモデルであ
るので, 時系列の将来の値を自身の過去の値を用いて予測するという根本に相違は
なく, 複数の時系列の関連を用いてより複雑に時系列を予測することが可能となっ
ている. 標準的なVARモデルは次式で表される.
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yt = c+ A1yt−1 + A2yt−2 + · · ·+ Apyt−p + ϵt (3.2)

式 (3.2)は VARモデルの誘導形と称され, 後述する構造形と区別される. 本式にお
いて, Ai は n × n係数行列, cは n × 1定数ベクトル, ϵt は撹乱項（誤差項）であ
る. このとき, Σを撹乱項 ϵtの分散共分散行列とすると, 確率変数としてみた ϵtは,

ϵt ∼W.N(Σ)となる必要がある. W.Nはベクトルホワイトノイズである.

VARは n変量の関係をモデル化するものであるから, n変量VAR(p)モデルのよ
うに用いる. 具体的には, 2つの時系列 y1, y2および, ラグ次数 p = 1とした際の 2変
量VAR(1)モデルを次式で例示する.{

y1t = c1 + a11y1,t−1 + a12y2,t−1 + ϵ1t
y2t = c2 + a21y1,t−1 + a22y2,t−1 + ϵ2t

(3.3)

このように, 各変数ごとに方程式がそれぞれ現れるのがVARモデルである. 次数や
ラグ数が増えると, それに伴い方程式の数と各回帰式の項数も増えていく. VARモ
デルでは, ラグ次数 pの選択がモデルの性能に直接的に寄与する. ラグが大きいほど
過去の情報を多く取り込むことになり, モデルが複雑化し過学習の懸念がある. 一
方, ラグ次数が小さすぎれば時系列の持つ情報をモデルに取り込めきれずに, 精度の
低いものとなる. ラグ次数の選択手法としては情報量基準を用いるのが一般的であ
る. 情報量基準のうち, よく利用されるものに, AIC（Akaike information criterion）
[35], SC(Schwarz Bayesian information criterion), HQ(Hannan–Quinn information

criterion)[36]などがある. このうち, いずれを選択するかは利用者に委ねられるが,

村尾 [37]によれば, 一般的な傾向としては SCと HQがラグ次数を漸近的に正しく
選ぶ傾向にあり, AICはラグ次数を漸近的に過剰に選ぶ傾向があると主張している.

p(IC)を与えられた情報量基準に従いラグ次数を選ぶ関数とすると, 次の関係となる
ことが知られている.

p(SC) ≤ p(HQ) ≤ p(AIC)

3.3 SVARモデル
VARモデルでは, 同日, 同月といった同時点の影響を明示的にモデル化できず, 同

時点の影響が撹乱項に残存してしまうという問題がある. これにより, 各撹乱項が相
互に相関する可能性があり, モデルが説明している各変数の関係が誤差を通じた間接
的な関係として歪んでしまう可能性がある. SVAR(Structual Vector Autoregression)

モデルは, 同時点の変数間の関係をモデル設計者が明示的に指定することができる
VARモデルである. これにより, 撹乱項から同時点の影響を取り除き, 撹乱項は互い
に相関をもたないものとして直接的な関係性をモデル化できるようになる. 標準的
な SVARモデルは次式で表される.
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B0yt = c+B1yt−1 +B2yt−2 + · · ·+B2pt−p + ut, ut ∼W.N(Σϵ) (3.4)

Σϵ = E(ut, u
′
t) =


σ2
u1

0 · · · 0

0 σ2
u2
· · · 0

...
...

. . .
...

0 0 · · · σ2
up


式 (3.4)で表されるVARモデルをVARの構造形と呼ぶ. utは構造ショックと呼ばれ
る誤差項である. W.Nはベクトルホワイトノイズを表し, 確率過程として見た utは
自己相関を持たない弱定常過程となることは, 通常のVARの ϵtと同様である. 通常
のVARとの最大の差異は, 左辺にB0が乗じられていることである. これは, 同時点
の変数間の関係を捉える役割を果たし, これにより utは互いに相関を持たない. つ
まり, utは特定のOSSプロジェクトに固有のイノベーションとして解釈でき, イン
パルス応答を計算する際に, あるOSSの純粋な影響を他のOSSの影響から分離可能
にする.

3.4 VAR(p)のVMA表現
VMA(Vector moving average representation)の基礎は,無限次の移動平均 (Voving

average)過程を多次元に拡張したものである. VARは過去のデータを用いて将来を
自己回帰的に予測する枠組みであるが, このとき得られる式 (3.2)の右辺は, 同時点
や過去時点における ϵtが将来の yt+kにどれほど影響を与えるかを直接的に示すもの
ではない. したがって, より直接的に誤差項の累積的な影響を計算可能にするのが,

VMA表現である. VMA表現に変換する際に得られる係数行列がインパルスに相当
することになる. ここでは, VARをVMA表現に変換するメカニズムを概観する. ま
ず, VMA表現への変形のため,ラグオペレータ Lを次のように導入する.

Lkyt = yt−k

Lを用いてVAR(p)をコンパクトに表現すると次のようになる.

A(L)yt = c+ ϵt

ただし,

A(L) = Ik − A1L− A2L
2 − · · · − ApL

p

この表現は, 例えばVAR(1)において
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A(L)yt = c+ ϵt

= (Ik − A1L)yt = c+ ϵt

= Ikyt − A1yt−1 = c+ ϵt

= Ikyt = A1yt−1 + c+ ϵt

= yt = A1yt−1 + c+ ϵt

なるものである.

次に, VAR(p)をVAR(1)形式へ変換し, 第 t− k − 1期方程式の yt−k−1を第 t期方
程式の yt−kに挿入するということを無限回繰り返す. つまり
1期目

yt = A1yt−1 + c+ ϵt

2期目

yt−1 = A2yt−2 + c+ ϵt

3期目

yt−2 = A3yt−3 + c+ ϵt

とすれば, 1期目に第 2期目を挿入して

yt = A1(A2yt−2 + c+ ϵt) + c+ ϵt

第 3期目を挿入して

yt = A1(A2(A3yt−3 + c+ ϵt) + c+ ϵt) + c+ ϵt

とするものである. この結果, 次の表現を得ることができる.

yt = µ+ ϵt +Ψ1ϵt−1 +Ψ2ϵt−2 + · · ·

= µ+
∞∑
s=0

Asϵt−s (3.5)

= µ+ A(L)ϵt

ただし,
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A(L) = A(L)−1

= [Ik − A1L− A2L
2 − · · · − ApL

p]−1

= Ik + A1L+ A2L
2 + A3L

3 + · · ·

µ = A(L)−1c

= A(1)−1c

= [Ik − A1 − A2 − · · · − Ap]

式 (3.5)はベクトル移動平均過程 (Vector moving average process)になっており, こ
れをVMA(∞)と書く.

3.5 インパルス応答関数
インパルス応答関数（Impulse Response Function, IRF）は, n変量VAR(p)モデ

ルにおいて, yjtの撹乱項 ϵjtだけに 1単位のショックを与えたときの k期後の yi,t+k

の値の変化を kの関数とみたものである. インパルス応答は, 式 (3.5)の VMA(∞)

表現で得られる ytをその撹乱項 ϵtで偏微分することで得られる. すなわち,

∂yt
∂ϵt

= Ik = Ψ0,
∂yt+1

∂ϵt
= Ψ1,

∂yt+2

∂ϵt
= Ψ2, · · · ,

∂yt+k

∂ϵt
= Ψk (3.6)

となる. これらはショック ϵtの各変数への影響が時間を通じてどのように変化する
かを表しているといえる. ここで, Ψkの (i, j)成分は,

∂yi,t+k

∂ϵjt

を表しており, j番目の ϵjtから i番目の yi,t+kへの影響を表している. このように, 式
(5)の時系列を経過時間 kの関数とみたものをインパルス応答関数と呼び, 次のよう
に表記する.

IRFij(k) =
∂yi,t+k

∂ϵjt
(3.7)

一方, SVARのインパルス応答は通常のVARに比べ複雑なプロセスを踏む. なぜ
ならば, SVARモデルは同時点の変数を説明変数として含む同時決定モデルである
からである. 同時決定モデルとは, 経済システムにおいて複数の変数が相互に影響を
与え合い,同時に決定される状況を表現するモデルのことである. よって, 誤差項と
説明変数の間に相関が生じる可能性があり, そのままOLS(Ordinary least squares)

を行うことができない. なぜならば, VARの文脈におけるOLSでは, 誤差項と説明
変数が無相関であるという重要な仮定があるためである. そのため, 一度構造形を同
時点の変数を含まない誘導形に変換したうえでOLS推計する. そして, その推定結
果に識別制約を課すことで構造パラメータを復元する.
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式 (3.4)を誘導形に変換するには, 単純に両辺に左からB−1
0 を乗じるのみである.

yt = B−1
0 c+B−1

0 B1yt−1 +B−1
0 B2yt−2 + · · ·+B−1

0 Bpyt−p +B−1
0 ut (3.8)

ここで, µ = B−1
0 c, Ak = B−1

0 Bk, ϵt = B−1
0 utとして,ラグオペレータ Lを用いると

次の形で表せる.

yt = µ+ A(L)yt + ϵt, (3.9)

=⇒ E(ϵt, ϵ
′
t) = Σϵ = B−1

0 E(ut, u
′
t)(B

−1
0 )′ = B−1

0 Σu(B
−1
0 )′

ここからは, 構造パラメータを復元する. ただし, 誘導形から構造形を常に復元で
きるわけではなく, そこには識別性という問題が存在する. なぜならば, 構造形は
n(n− 1) + n(np+ 1) + n個のパラメータを含むが, 誘導形は n(np+ 1) + n(n+ 1)/2

個のパラメータしか含まないため, 構造形の復元に n(n− 1)/2個パラメータが足り
なくなってしまう. したがって, 構造形を識別するために n(n− 1)/2個のパラメータ
を追加で用意する必要が出てくる. 識別問題の一般的な解決策は, B0に下三角行列
を仮定するリカーシブ (recursive)な同時点制約を用いることである. 技術的には, コ
レスキー分解を用いて共分散行列Σϵを分解し, B0を推定するというものである. 誘
導形となった撹乱項のベクトルの分散共分散行列Σϵは, Σϵ = PP ′を満たす一意的な
下三角行列 Pが存在することが知らている. P はコレスキー因子と呼ばれる. さら
に, 分散共分散行列 Σϵを用いて, Σϵ = PP ′ = B−1Σu(B

−1)′と分解することができ
る. したがって, P = B−1

∑ 1
2
u である. B−1は対角要素が 1の下三角行列であるので,

式 (3.9)のB−1
0 をこのB−1と捉えれば, B0の識別に必要な残りの n(n− 1)/2個の制

約が満たされることになる. ここまでから, (3.9)を誘導形ショック ϵによるVMA表
現として次に変形できる.

{I − A(L)}yt = µ+ ϵt

yt =
µ

{I − A(1)}
+

1

{I − A(L)}
ϵt (3.10)

= µ̃+Ψ0ϵt +Ψ1ϵt−1 +Ψ2ϵt−2 + · · ·
= µ̃+Ψ(L)ϵt

ただし, µ̃ =
µ

{I − Φ(1)}
=

µ

I − Φ1 − Φ2

は定数項ベクトルで, Ψk(s = 0, 1, 2, · · · )

は誘導形ショック 1単位に対する各変数のk期後の反応を表す係数行列である. (3.10)

のままでは複数の構造ショックが内在しているため, 本来の構造ショック utで偏微分
できるようにさらに変形する. ϵt = B−1

0 ut, µ = B−1
0 cであったことを思い出し,

yt =
B−1

0 c

{I − A(1)}
+

1

{I − A(L)}
B−1

0 ut (3.11)

= c̃+Ψ0B
−1
0 ut +Ψ1B

−1
0 ut−1 +Ψ2B

−1
0 ut−2 + · · ·

= c̃+Ψ(L)B−1
0 ut
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である. 最終的に utで偏微分可能となったインパルス応答 (3.12)を得る.

IRFij(k) =
∂yi,t+k

∂ujt

= [ΨkB
−1
0 ]ij (3.12)

このように, SVARモデルにリカーシブ制約を課したものを再帰的構造VARモデ
ルと呼ぶ. 再帰的構造VARモデルでは, インパルス応答に上三角行列B−1

0 がかかっ
ていることから分かるように, 変数をA,B,C, · · · と並べたときに, A→ B → C, · · ·
なる因果関係を仮定していることに注意する必要がある. つまり,同時点においてA

はB,C, · · · に影響を与えるが, 一方でB,C, · · · はAに影響を与えない, あるいはB

は C, · · · に影響を与えるが逆に C, · · · からの影響は受けず, Aから影響を受けると
いった構造がモデルに組み込まれているのである. したがって, 変数のオーダーに
よってインパルス応答が変化してしまう. こういった問題に対し, 経済学では外生性
が高い順に変数を並べるといった慣例がある. 外生性が高いとは, ある変数が他の経
済変数や経済システムから独立して決定されるという意味で, モデルの中で説明さ
れる他の要因からの影響をほとんど受けない変数のことを指す.

なお, SVARの識別制約はリカーシブ制約以外にも, 経済理論に基づく様々なもの
を課すことができる. ただし, 与えられた制約によりモデルが非再帰的構造を取る場
合, 先に挙げた識別問題が付きまとう. 仮に非再帰的構造を選択する場合は, モデル
の識別に際してよく検討された経済理論に基づき実行する必要がある.

3.6 累積インパルス応答関数
累積インパルス応答関数は, 第 k期における IRFを累積した関数である.

IRF CUMij(k) =
∞∑
k=1

IRFij(k) (3.13)

3.7 重回帰分析
重回帰分析は, 複数の説明変数と 1つの目的変数との関係を分析する統計手法で

ある.この手法は, 説明変数の線形結合によって目的変数を予測することを目的とし
ており, 最小二乗法を用いて回帰係数を推定する. 重回帰分析のモデルは以下の式で
表現される

Y = β0 + β1X1 + β2X2 + · · ·+ βpXp + ε (3.14)

ここで, Y は目的変数, X1, X2, . . . , Xpは説明変数, β0, β1, . . . , βpは回帰係数, εは誤
差項を表す.

最小二乗法は, 実際の観測値と予測値の差（残差）の二乗和を最小化することで
最適な回帰係数を求める方法である.目的関数は以下のように表される.
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min
n∑

i=1

(Yi − Ŷi)
2 (3.15)

ここで, Yiは実際の観測値, Ŷiは予測値である. 最小二乗法による解は, 以下の正規
方程式を解くことで得られる.

(X′X)β = X′Y (3.16)

ここで, Xは説明変数の行列, Yは目的変数のベクトル, βは求めるべき回帰係数の
ベクトルである. 回帰係数の推定値は以下の式で与えられる.

β̂ = (X′X)−1X′Y (3.17)

重回帰分析において説明変数間に強い相関関係が存在する状況があり, これを多
重共線性という. この問題は回帰係数の推定精度を低下させ, モデルの解釈を困難に
する可能性がある [38]. 多重共線性が存在する場合, 以下のような問題が生じる.

• 回帰係数の推定値が不安定になる

• 標準誤差が大きくなり, 統計的有意性の検定が困難になる

• 個々の説明変数の効果を正確に分離することが困難になる

多重共線性の検出と評価には, 分散拡大要因（Variance Inflation Factor, VIF）が
広く用いられる. VIFは各説明変数について計算され, 以下の式で定義される:

V IFj =
1

1−R2
j

(3.18)

ここで, R2
j は j番目の説明変数を他のすべての説明変数で回帰した際の決定係数で

ある. VIFの解釈と多重共線性の回避について, 以下のガイドラインが一般的に用い
られる.

• VIF < 5: 多重共線性の可能性は低い

• 5 ≥ VIF < 10: 多重共線性の可能性があり, 注意が必要

• VIF ≤ 10: 深刻な多重共線性の問題があり, 対処が必要

多重共線性を回避するためには, 相関の高い変数の一方を除外する, 主成分分析
（PCA）を用いて変数を合成する, 説明変数の中心化や標準化を行う, などがある.

VIFを用いた多重共線性の検出と回避は, 重回帰分析の前処理として重要なステッ
プである. これにより, モデルの安定性と解釈可能性を向上させ, より信頼性の高い
分析結果を得ることができる.
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3.8 LightGBM

LightGBM[39]は, Microsoftが提案したGBDT（Gradient Boosting Decision Tree,

勾配ブースティング決定木）アルゴリズムであり, 従来のGBDTアルゴリズムと比
較して, 高速で効率的な学習が可能である. 主な特徴として, GOSS（Gradient-based

One-Side Sampling）と EFB（Exclusive Feature Bundling）という 2つの手法を導
入している. GOSSは, 勾配に基づいてインスタンスをサンプリングする手法で, 学
習データの中から重要なインスタンスを選択し, 計算コストを削減する. 一方, EFB

は特徴量のバンドリング技術で, 互いに排他的な特徴を束ねることで特徴空間の次
元を削減し, メモリ使用量を減らす. LightGBMの学習プロセスは以下の式で表現で
きる.

ŷi =
∑

k = 1Kfk(xi), fk ∈ F (3.19)

ここで, ŷiは予測値, xiは入力特徴量, fkは k番目の決定木, F は可能な決定木の集
合を表す. モデルの最適化は以下の目的関数を最小化することで行われる.

L =
n∑

i=1

l(yi, ŷi) +
∑

k = 1KΩ(fk) (3.20)

ここで, lは損失関数, Ωは正則化項である. LightGBMは, これらの技術により大規
模なデータセットに対しても高速な学習が可能となっている.
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第4章 Mutual Impact Analysis of

OSS (MIAO)

Mutual Impact Analysis of OSS(MIAO)は, IRFを用いて, OSSの活動が時間経
過を通じてその他のOSSに与える影響を定量化する手法である. MIAOは, 数理的
には VARおよび IRFを用いることから, OSSの生存性を表す変数は時系列データ
で表現される. この時系列データを本研究では, アクティビティ時系列データと称す
る. この言葉を用いてMIAOを言い換えれば, アクティビティ時系列データに対す
るショックがその他のOSSのアクティビティ時系列データにどのように伝搬するか
をインパルス応答という形で数値化するものである. MIAO自体はREVを判定する
ものではなく, あくまで複数のOSS間の関係性を記述するためのものである.

アクティビティ時系列データはどのようなデータでも構わないが, OSSの生存性
を表すことができる時系列である必要がある. Kalliamvakou[40]らによれば, OSSの
活動日数とコミット数には正の相関 (0.61)が見られ, プロジェクトの活動日数が長
いほど,コミット数も多くなる傾向がある. OSSの活動日数はまさに生存性を表す指
標であるため, 本研究ではコミット数の推移を用いる. したがって, 単位期間あたり
のコミット数の推移をアクティビティ時系列データと考えれば, そのOSSのコミッ
ト数が上昇した際に, その他のOSSのコミット数の具体的な増減を時間経過を考慮
して定量化することがMIAOの仕事である. MIAOのアルゴリズムは大別すると次
の 2フェーズに分かれる. フェーズ 1では, 複数のアクティビティ時系列データを入
力として, IRFを計算し, フェーズ 2では, 得られた IRFから, OSS間の相対的な影
響の大きさを表す実数値であるMIAOスコアを構成する.

本章では, MIAOのフェーズ 1, フェーズ 2の理論的な説明を行い, MIAOを実デー
タに適用した実験を行う. 最終的に, 実験結果の評価を通してMIAOの有効性を検
証する.

4.1 MIAOフェーズ1

フェーズ 1は一般的な IRFの計算過程に基づくものである. 一般的な IRFの計算
過程とは, 1: 時系列データの前処理（季節調整など）, 2: 時系列の定常性の確認, 3:

共和分の有無の確認（必要な場合のみ）, 4: VARのための最適なラグ次数の推定,

5: VARの推定, 6: VARの評価, 7: VARをVMAに変換, 8: VMAから IRFの計算,

である.

ただし, MIAOでは複数の分析期間を設けて, OSS間の時間経過に伴う影響の変化を
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Algorithm MIAO Phase1

Input: A = [A1, A2, · · · , An], T = [T1, T2, · · · , Tm]

Output: O := m× n× n× kの 4次テンソル
1: k := IRFを計算する期間 (k = 1, 2, · · · )
2: max lag :=VARの最大ラグ次数
3: ic :=AIC or BIC or HQIC

4: function PREPARE VAR(D)
5: D′ ← []

6: for each ATm ∈ D do

7: ATm ← PREPROCESS(ATm)

8: if ADF TEST(ATm) ≥ 0.05 then

9: n← [0.1, 1]で, FRAC DIFF(ATm , n)が定常となる最小数
10: ATm ← FRAC DIFF(ATm , n)

11: end if

12: D′ ← D′ + [ATm ]

13: end for

14: histories = []

15: lags← ICS(D′,max lag, ic)

16: for lag = 0 to |ics| do
17: , , , u← SVAR FIT(D′, lag)

18: p←WHITENESS TEST(u)

19: histories← histories+ [(ics[lag], lag, p)]

20: end for

21: lag ← VAR BEST LAG(histories)

22: return lag,D′

23: end function

追跡するための改良がなされており, 上記の IRFの計算過程を分析期間の数だけ繰
り返す. 復数の分析期間を設ける理由は, OSSのアクティビティと経済変数とで根本
的な相違があるからである. 通常, CPIや為替レートといった経済変数は平均回帰と
いう性質を持っている. これは短期的な変動があっても, データがある基準値に戻る
傾向のことをいう. この平均回帰により, 経済研究では関係性の予測に短期的なイン
パルス応答分析を使用することができる. なぜならば, 現在のインパルス応答の傾向
が中期的には大きく変わらないと考えられるからである. 一方で, OSSには成長モ
デルがある. 一般的には, 成長段階では活動量が増加するが, 成熟期に向かうにつれ
て活動量は減少し, 最終的にはゼロに近づく. 実際, Kuwataら [18]の提唱するモデ
ルでもそのような傾向が見られる. したがって, 経済変数と比較して, OSSでは構造
変化が起こりやすく, 平均回帰を前提とした分析では, 分析結果を見誤る可能性があ
る. このような課題に対して, MIAOでは, 分析期間を複数に分割し, それぞれの期
間における, 長期の累積的なインパルス応答をもとにOSS同士の影響を分析するア
プローチを取る.
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24: function MIAO P1(A, Tm)

25: D ← []

26: for each A ∈ A do

27: ATm ← SUBSEQUENCE(A, Tm)

28: D ← D + [ATm ]

29: end for

30: lag,D′ ← PREPARE VAR(D)
31: B0, B, c, u← SVAR FIT(D′, lag)

32: return IRF(B0, B, c, u, k,D′)

33: end function

34: for each Tm ∈ T do

35: Y ← MIAO P1(A, Tm)

36: O ← O + [Y ]

37: end for

表 4.1: MIAO Phase1のアルゴリズム内で利用する関数の定義
関数名 説明
| · | リスト内の要素数を返す.

SUBSEQUENCE(A, Tm) A中の Tmに対応する期間の部分列を返す.

PREPROCESS(A)

Aに前処理を施す.

前処理は時系列の特性によって変動する.

例えば, 季節調整などが該当する.

ADF TEST(A)
AにADF検定を実施し p値を得る.

このとき, トレンド定常を許容する.

FRAC DIFF(A, n) 分数 nに基づき, Aに対して分数差分変換を行う.

ICS(A,max lag, ic)

引数で渡された ic（情報量基準）において,

max lagまでのラグに対応する情報量基準量
の値を配列形式で返す.

SVAR FIT(A, lag) |A|変量 SVAR(lag)を推定する.

出力は式 (3.2)を構成するためのB0, B, c, uのタプル
WHITENESS TEST(u)

Ljung-Box検定により撹乱項の系列相関の有無を確認し,

p値を返す

VAR BEST LAG(histories)

historiesは (ラグに対応する情報量基準値, ラグ次数,

Ljung-Box検定の p値) のタプルが要素の配列.

historiesにおいて, Ljung-Box検定の p値が 0.1を超えるものの中で,

情報量基準値が最小の要素を返す.

p値が 0.1を超えない場合は, 情報量基準値が最小の要素を返す.

PREPARE VAR(D)
これまで定義した関数群を用いて,

VARの推定に必要な処理をまとめて行い,

最適なラグと入力変数を探索, 構成する.

IRF(B0, B, c, u,A, k)
B0, B, c, uに基づき, A内すべての変数の組み合わせ

に関する k期のOIRFを計算.

出力は n× n× kの 3次テンソル
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図 4.1: アクティビティ時系列データの例: 日次のコミット推移

この分析期間を Tm(m = 1, 2, 3, · · · )と表す. 例えば, 2016年元旦から 2017年末ま
での 2年間を 2016年の 1年間の区間と, 2016年から 2017年の 2年間の区間の日次
データとして区切って分析する場合, Tm = [T1, T2]となり, T1, T2はそれぞれ次のよ
うになる.

T1 = {2016/01/01, 2016/01/02 · · · , 2016/12/31}
T2 = {2016/01/01, 2016/01/02 · · · , 2017/12/31}

Tmの区間数やそれぞれの長さなどに関する詳細な条件はMIAOでは定めていない
ため, 任意のものを構成してよい. この TmがMIAOへの入力変数の一つとなる.

もうひとつの入力変数がアクティビティ時系列データである. ある時系列がアク
ティビティ時系列データとなるための条件は, 該当する時系列データがOSSの生存
性を表し, 複数の OSSで共通して比較可能であることである. したがって, この条
件を満たすものであればどんな時系列であっても構わない. ただし, MIAOに入力
する全てのアクティビティ時系列データは, 同時に入力する Tmの最小時刻から最大
時刻を含んでいる必要がある. あるOSSから得られるアクティビティ時系列データ
をAiと表記する. 例えば, 3つのOSSのアクティビティ時系列データを集める場合,

A = [A1, A2, A3]のように書く. 図 4.1はアクティビティ時系列データの一例である.

これらの前提のもと, MIAOのフェーズ1におけるアルゴリズムの詳細をAlgorithm

MIAO Phase1に示す. また, アルゴリズム内で利用する関数の定義を表 4.1に示す.

次にアルゴリズムの概説を行う. まずは, PREPARE VAR関数の解説を行う.

PREPARE VARは, IRFの計算過程 4までを行うものであり, 最適なラグ次数 lag

と, 諸々の変換工程を終えたVARに入力するための時系列D′を返す関数である. た
だし, MIAOではすべての時系列が定常であることを要求するため, 計算過程 3の共
和分の有無の確認は行わない. 行 6から行 13は, 必要であれば時系列ATmに季節調
整や定常過程への変換等の前処理を加え, 変換後の ATm を D′に格納する処理を行
う. 定常過程への変換は, 行 11のADF検定で時系列ATm が単位根を持つかを判定
することで始まる. 本アルゴリズムにおけるADF検定では, トレンド定常を許容す
る. トレンド定常とは, その時系列からトレンドを取り除くことで, 定常過程となる
ものである. 確率過程において, トレンド定常は, 定常過程に分類される. 検定のた
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めの有意水準は 5%に設定し, ADF検定の結果から得られた p値が 0.05を超える場
合, 時系列ATmは単位根過程であると判断する. その場合, 行 10において, 分数差分
変換を適用し, ATmを定常過程に変換する. このとき, 分数差分 nはATmが定常とな
りうる nのうちで最小のものとする. それ以外の時系列はレベルのまま用いる.

PREPARE VAR関数の行 6以降は, VARのための最適なラグ次数を推定する処
理となる. 変数 historiesは, (ラグに対応する情報量基準値, ラグ次数, Ljung-Box検
定の p値)のタプルを配列形式で保持する変数である. 行 15では設定した icに基づ
き, max lagまでのラグ次数に対応した情報量基準値の列を返す. このとき, 要素の
並び順はラグ次数が小さいものから昇順となる. 行 16から行 20は各ラグ毎に SVAR

の推定を行い, 撹乱項に対する Ljung-Box検定を行うことで, 検定結果を histories

に格納する処理である. 最終的に, 行 21のVAR BEST LAG関数により, 情報量基
準と撹乱項の系列相関を鑑みた最適なラグ次数を選択する. ここで選ばれたラグ次
数と, 以前に作成したD′を返すことで PREPARE VAR関数は処理を終える.

次に, MIAO P1関数の解説を行う. MIAO P1は IRFの計算過程全てを担い, IRF

の計算結果を返す関数である. 行 24から 29は入力されたアクティビティ時系列デー
タAの Tm期間に該当する部分列を抽出し, Dに格納していく処理である. Dが完成
したら, 前述のPREPARE VARにより最適なラグ次数と諸々の変換を行ったD′を
得る. これらを用いて行 31で SVARのフィッティングを行い, 式 (3.4)で示したよう
な推定結果のパラメータを得る. 推定結果の評価はアルゴリズムには含まれていな
いが, 満足いかない推定結果となれば, 再度パラメータ等を調整してアルゴリズムを
最初から実行する. 最終的に,これらのSVAR FITで得られるパラメータを入力とし
て, IRFを計算する. IRF関数内では SVARの構造形から式 (3.5)のVMA形式に変
換する一連のプロセスを実行し, 式 (3.12)によりインパルス応答を得る. インパルス
応答は, Aiに対して, Ai → Ajのような単位で出力される. これは, Aiにショックを与
えた時のAjの反応を表しており, その反応値が k個ある. 例えば, |A| = 3, k = 10で
ある場合は, (A1 → A1, A1 → A2, A1 → A3), (A2 → A1, A2 → A2, A2 → A3), (A3 →
A1, A3 → A2, A3 → A3)の計 9つの組み合わせがあり, それぞれのAi → Aj に対し
て 10期分のインパルス応答が計算されることになる. これに加えて, 各 Tm事に同
様の処理が行われるので, Oの形状がm× n× n× kの 4次テンソルとなっている.

行 34から行 37が Tm毎にMIAO P1を実行し, 出力をOに格納する処理である.

図 4.2は MIAO Phase1の出力である IRFを図示したものである. 図 4.2では,

A = [A1, A2], k = 10のときのインパルス応答を表す. 例えば, A1 → A1はA1から
A1へのインパルス応答で, A1に 1単位のショックを与えたときのA1の反応を表す.

このときのインパルス応答は, k = 0でピークを打ち,以降で減衰して行くことが読
み取れる. 他方で, A2 → A1, A1 → A2では数期にわたりインパルス応答は振動して
いる. それぞれの正方向のピークの値を見てみると, A2 → A1のピークは 0.2付近で
あるのに対し, A1 → A2では 0.03付近であることから, A2からA1に対する影響が
A2からA1に対する影響よりも大きくなることが読み取れる. このように, インパル
ス応答では概形だけでなく, 影響の大きさに着目することが重要となる. なお, イン
パルス応答が 1.0という値である場合は, 元のショックと同等の値であることを表し,

0.6である場合は, 元のショックの 0.6倍の反応であることを表す.
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図 4.2: 2× 2のインパルス応答例

4.2 MIAOフェーズ2

OSSの時系列データには成長モデルがあり, 構造変化が起こりやすいことは前述
したとおりである. そのため, MIAOでは短期的なインパルス応答の値は利用せず
に, 式 (3.13)の累積インパルス応答と呼ばれる, 影響の累積的な影響度を表す値を用
いる. 本研究では, kを無限にした時の累積インパルス応答の値を

SCEij =
∞∑
k=1

IRFij(k) (4.1)

と定義する. SCEは, Shock Cumulative Effectの略である. SCEの収束性は, インパ
ルス応答の収束性を議論すれば良いことになる. インパルス応答の収束には, 定常な
VARがVMA表現をもつこと, そのVMA表現の係数は時間とともに減衰すること
を示せば良い. まず, 定常な VARが VMA表現を持つことは, ウォルドの分解定理
[41](Chapter 4.8)により示される. 次に, VMA表現の係数が時間とともに減衰する
ことを示す. 簡単のため, VARの次数を 1にした, ARモデルを用いる. 最も単純な
AR(1)モデルは yt = ϕyt−1 + ϵtで表される. このとき, 単位ショックを ϵt = 1, t = 1

として, ϵtで ytを微分すると, ϵtの係数部のみが残り y1 = 1となる. これを一般の t

に拡張していくと,
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y2 = Φy1 + 1 = Φ · 1 = Φ

y3 = Φy2 + 1 = Φ2

y4 = Φy3 + 1 = Φ3

...

yh = Φh−1

...

となる. このとき, MA表現の係数Φhはインパルス応答である. ARモデルが定常で
ある条件は, |Φ| < 1となることである [41](Formula [15.4.2]). この条件から, tが進
む毎に, Φhの値は徐々に小さくなっていくので, h→∞すると, Φhは無限遠で 0に
収束するのである. これを多変量に拡張したものがVARとなるので, この収束性は
VARでも同様に保証されることになる. ただし, 計算機では h → ∞とできないの
で, hをどこで止めるか, すなわち, 式 (3.7)の kをどこで止めて, SCEを近似すれば
よいのかという議論になる. 詳細な実験を行い, どの程度の kであれば計算効率を落
とさずに精度を担保できるかを調べたところ, k = 200程度あれば, 計算効率と精度
のバランスが取れることが分かった. 実験内容や実験結果は付録に掲載した.

SCEは Tm毎に計算されるため, Ai → Aj毎に全部でm個の SCEが得られる. m

個目の SCEijを SCEm
ij と表記し, MIAOスコアを次式で定義する.

MSij = (−1) ·
m∑
k=1

SCEk
i,j (4.2)

-1を乗じて符号を反転しているのは, MIAOスコアは負の影響が与えられるほど大
きくなるように構成するためである. つまり, Tm毎に持続的に負の影響が与えられ
ている場合, MSij は徐々に大きくなる. MSij が 0に近いときは, 正負の影響が振動
しており, 長期的には影響が打ち消されていることになる.

MIAOフェーズ 2で求められるMSijの個数は, n = |A|としたときに, n× nであ
る. ただし, 自身から自身へのMSij(i = j)は不要であるので, n × n − n個のMSij

が最終的に得られ, 表 4.2で示す, MIAOスコア表として出力される.

表 4.3は, 右側の条件が成立した際の, MSij の意味についてまとめたものである.

表中のDはD(a, b) = |a− b|なる距離関数である.

表 4.3だけでは,スコア表を読むための情報が不足しているので,いくつかの補足を
行う. そのための準備として, スコア表に競合関係を導入する. 具体的には, T = Ai

を分析対象, Ci = Ai(Ai ̸= T )を T に対する i番目の競合とし, MSCiT と書くとき,

Ci → T のMIAOスコアを表すものとする.

まず, 真っ先に REVの発生を疑うケースは, T = Ai, Ci = Aj のときに, M1が
成立し D(MSCiT ,MSTCi

)が表中最大かつ, 相対的に D(MSCiCj
,MSCjCi

)が小さくな
るときである. 相互的に影響がないケースは, M1から M4のいずれにおいても,

D(MSij,MSji) ≒ 0となることである. 一方で, M1が成立しないM3, M4のケースで
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表 4.2: 一般的なMIAOスコア表
Direction of Influence MIAO Score

A1 → A2 MS12

...
...

A1 → An MS1n

A2 → A1 MS21

...
...

An → An−1 MSn,n−1

表 4.3: MIAOスコア表の意味

ID 意味 条件
M1

AiはAjに対して負の影響を与えており,

D(MSij,MSji)が影響の大きさを表す.
MSij > 0 ∧MSji ≤ 0

M2
AjはAiに対して負の影響を与えており,

D(MSij,MSji)が影響の大きさを表す.
MSij ≤ 0 ∧MSji > 0

M3
Ai, Ajは相互的に正の影響を与えており,

D(MSij,MSji)が影響の大きさを表す.
MSij ≥ 0 ∧MSji ≥ 0

M4
Ai, Ajは相互的に負の影響を与えており,

D(MSij,MSji)が影響の大きさを表す.
MSij ≤ 0 ∧MSji ≤ 0

あっても, D(MSij,MSji)が表中で大きい場合, MSij ≫ MSjiあるいはMSji ≫ MSij

となっていることから, REVを疑うことがある. これは, T,Ci間のみならず, Ci, Cj

間でREVが発生している可能性を意味する. T = Ai, Ci = Ajのときに, M2が成立
する場合は, 逆に T からCiに負の影響を与えているときで, MSTCi

≫ MSCiT となる
場合では, T がCiをREVに追いやっている可能性がある.

4.3 実験
本節では, 実データを用いて, MIAOの有効性を確認するための実験を行う. 実験

結果の評価は次節で行う.

4.3.1 データセット
本実験では, REV群, nonREV群の 2群を対象にデータセットを構築した. 各群

は 3つの競合OSSからなるグループが集まって構成される. 端的に言えば, REV群
は過去に人気のあったものと現在でも人気のあるものから構成されており, nonREV

群については, 現在でも人気のあるもの, あるいはメンテナンスされているものから
構成されている. データセットに含まれる技術ドメインは, 深層学習, Webフレーム
ワーク (言語問わず), プログラミング言語, Webフロントエンド向けのUI構築ライ
ブラリ, NoSQLデータベース, RDBMS, コンテナオーケストレーション/マネージ
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表 4.4: 実験データセット
group target competitor1 competitor2 rev deprecated archived date start date end date n split

1 chainer/chainer tensorflow/tensorflow pytorch/pytorch 1 1 – 2016-09-25 2020-02-25 1

2 Theano/Theano tensorflow/tensorflow chainer/chainer 1 1 – 2015-11-07 2018-02-07 1

3 docker-archive/classicswarm kubernetes/kubernetes apache/mesos 1 0 2021-02-02 2014-06-06 2016-09-06 1

4 bcit-ci/CodeIgniter symfony/symfony laravel/framework 1 0 – 2013-01-10 2019-01-10 2

5 zendframework/zendframework cakephp/cakephp symfony/symfony 1 0 2020-01-09 2010-01-04 2015-01-04 2

6 atom/atom microsoft/vscode jetbrains/intellij-community 1 0 2023-03-04 2015-11-13 2021-11-13 2

7 fuel/fuel symfony/symfony laravel/framework 1 0 – 2013-01-10 2014-04-10 1

8 rethinkdb/rethinkdb apache/couchdb mongodb/mongo 1 0 – 2009-10-03 2016-10-03 2

9 gulpjs/gulp webpack/webpack jakejs/jake 1 0 – 2013-07-04 2015-01-04 1

10 Semantic-Org/Semantic-UI twbs/bootstrap foundation/foundation-sites 1 0 – 2013-09-08 2017-09-08 1

11 jashkenas/coffeescript microsoft/TypeScript dart-lang/sdk 1 0 – 2014-07-08 2015-10-08 1

12 angular/angular.js facebook/react emberjs/ember.js 1 0 2024-04-13 2013-05-29 2018-05-29 2

13 knockout/knockout angular/angular.js facebook/react 1 0 – 2013-05-29 2014-08-29 1

14 yui/yui3 jquery/jquery dojo/dojo 1 0 – 2007-10-10 2013-10-10 2

15 apache/cordova-android facebook/react-native flutter/flutter 1 0 – 2015-01-30 2018-04-30 1

16 apache/lenya WordPress/WordPress drupal/drupal 1 0 – 2003-04-01 2008-04-01 2

17 dresende/node-orm2 sequelize/sequelize typeorm/typeorm 1 0 – 2016-02-21 2017-05-21 1

18 google/volley apache/httpcomponents-client square/okhttp 1 0 – 2012-11-07 2015-04-07 1

19 karma-runner/karma mochajs/mocha jestjs/jest 1 1 – 2014-05-14 2019-05-14 2

20 basho/riak kv redis/redis memcached/memcached 1 0 – 2010-07-22 2015-07-22 2

21 Carthage/Carthage CocoaPods/CocoaPods apple/swift-package-manager 1 0 – 2015-10-30 2019-02-28 1

22 less/less stylus/stylus sass/node-sass 1 0 – 2012-06-30 2016-06-30 1

23 requirejs/requirejs browserify/browserify webpack/webpack 1 0 – 2012-03-10 2013-06-10 1

24 jashkenas/backbone facebook/react angular/angular.js 0 0 – 2013-05-29 2016-05-29 1

25 rails/rails django/django laravel/framework 0 0 – 2013-01-10 2023-01-10 3

26 mysql/mysql-server postgres/postgres FirebirdSQL/firebird 0 0 – 2001-05-23 2023-05-23 6

27 ruby/ruby python/cpython nodejs/node 0 0 – 2009-02-16 2023-02-16 4

28 nginx/nginx apache/httpd h2o/h2o 0 0 – 2014-09-04 2023-09-04 3

29 spring-projects/spring-boot apache/struts playframework/playframework 0 0 – 2012-10-21 2023-10-21 3

30 jquery/jquery angular/angular.js facebook/react 0 0 – 2013-05-29 2015-08-29 1

31 tidev/titanium-sdk facebook/react-native flutter/flutter 0 0 – 2015-01-30 2022-01-30 2

32 mongodb/mongo apache/cassandra apache/couchdb 0 0 – 2009-03-02 2023-03-02 4

33 symfony/symfony bcit-ci/CodeIgniter laravel/framework 0 0 – 2016-01-01 2023-01-01 2

34 kubernetes/kubernetes apache/mesos hashicorp/nomad 0 0 – 2015-06-01 2023-06-01 2

35 remix-run/remix vercel/next.js nuxt/nuxt 0 0 – 2020-07-09 2023-07-09 1

メント, Webサーバ, Android向けのライブラリ, ビルドツール, テストフレームワー
ク, エディタ, CMSなどと多岐にわたり, 多くのドメインをカバーする.

具体的なデータセットは, 表 4.4で示すものである. 1行が 1グループに相当し,

各グループでREVが発生したかどうかのフラグ”rev”を持ち, rev=1の場合にREV

が発生したことを, rev=0の場合に nonREVであることを表す. このうち, targetは
REVが発生したかを調べたいOSSを指定し, competitor1, competitor2に競合OSS2

つを指定する. 競合を 2つ用意するのは, 公平性の観点のためである. これら 3つの
OSSからアクティビティ時系列データA = [Ai]を取得する. 実験で利用するアクティ
ビティ時系列データには日次のコミット数の推移を用い, コミット履歴はGitHubの
リポジトリをクローンすることで取得する. コミット数の推移は多くの先行研究に
おいてOSSプロジェクトの生存性を表す指標として用いられており, 信頼性の高い
データである.

表中のその他の項目については, ”deprecated”は OSSの状態が deprecatedであ
るかどうかの真偽値, ”archive date”は GitHub上でアーカイブされた日付である.

”start date”, ”end date”, ”n split”は分岐期間に関する情報であるので, 4.3.2にて詳
細を述べる.

実験対象の選定にあたり課題となるのは, REVが発生したことを確定的に知るこ
とが困難な点である. そのため, 一定のルールに従うOSSをREV群に分類し, 手動
でデータの収集を行った. 最も前提となるルールは, REVが発生したOSSは開発が
停止, あるいはそれに近い状態にあることである. したがって, 次のルールの内いず
れかを満たす必要がある.
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1. Github上でArchive[42]されている
2. GitHub上でDeprecatedであることが判別できる
3. リポジトリが休眠状態である
GithubにおけるArchiveとは, リポジトリがリードオンリーになり, 編集できない

状態である. OSSプロジェクトがDeprecatedであるとは,これ以上当該プロジェクト
のメンテナンスを行わないことを宣言していることである. この宣言は通常, Github

リポジトリ上の説明文やREADME等に明記されている. リポジトリが休眠状態で
あるとは, ArchiveでもDeprecatedでもないが, 長期間にわたってプロジェクトの活
動がない状態をいう. リポジトリの休眠状態とは, OSSの一旦の死を意味する. 休眠
という言葉を用いるのは, OSSは一度死亡したように見えても, 再度復活する場合が
あるためである [43]. OSSの死の定義は明確に定まっておらず, 活動パターンをもと
に生死を判定することが一般的である. Evangelopoulosら, [43]はOSSの死を理解
するプロセスの中で, 長期間活動がないことをOSSの死と定義した. 本研究では, 直
近 12ヶ月間の平均コミット数が 1.5以下となる場合に, リポジトリが休眠状態であ
ると定義する. これは, [12]の休眠状態の定義である, 直近 12ヶ月間の平均コミット
数が 1以下となる場合に休眠とするものに, 多少の緩和を行ったものである.

一方で, 上記のルールを満たしていても, それが競合の台頭によるものでなけれ
ばREV発生とは呼べない. そのため, 上記のルールに加え, ”EX1: 競合の台頭によ
りREVが発生したといえるデータソースがある”, あるいは”EX2: 多くの開発者が
REVにより開発が停止されたと認識できる状態”であると考えられる場合にREVで
あると結論づける. EX1の例は, Chainerの開発元が発表したPytorchへの移行記事
[44]や, Theanoのメーリングリストで発表された深層学習周辺のエコシステムの発
展に伴い開発を停止するという内容 [45]である. EX2の例としては, PHPのWebフ
レームワークであるCodeIgniter[46]がLaravel[47]にシェアを奪われたことなどがあ
る. 無論, EX2に関しては筆者自身の主観もあるため, REVが発生したと言える可
能性は高いが必ずしもそうとはいえないという妥当性の脅威は捨てきれない. なお,

OSSプロジェクトは一定以上の活動量や認知度がないと競合の台頭以前に自然と破
棄されてしまうため, 次の条件のうち, いずれか 2つを満たすもののみを選定した.

1. GitHubスター数が 3,500以上, 2. 全体のコードサイズが 50MB以上, 3. コミッ
ト数が 2,000以上, 4. 40人以上のコード改変を伴う貢献者がいること, である. 一般
的に 3500以上のGitHubスターを取得することは容易ではない. Borgesら [29]によ
れば, より多くのGitHubスターを持つプロジェクトは企業がホストするような規模
の大きいものであること, スター数とコントリビューター数, フォーク数には, それ
ぞれ中程度の相関関係がみられた. つまり, GitHubスター数は規模, 人気, シェアの
一種のバロメータとなる. また, Kalliamvakouら [40]によれば, OSSプロジェクト
あたりのコミット数は非常に偏っており, サンプル内の中央値はわずか 6コミット,

90%は 50コミット未満であることが示された. つまり, 2000コミットというのはこ
の中央値を大幅に上回り健全にメンテナンスされていたものであるといえる. した
がって, これらの要件を満たす場合, 小規模が故に作者のモチベーションなどで開発
が停止してしまうなどの可能性を低下させることができる.

29



表 4.5: End’s Period Auto Detectionのアルゴリズム内で利用する関数の定義

関数名 説明
START DATE(D) Dに属するアクティビティ時系列データ

が共通して持つ最小の日付を返す.

TO MONTHLY(A) Aを月次データに変換する.

TO ANUAL MEAN(A)

Aを年毎にグルーピングし,

年ごとに月次のアクティビティの平均を計算し,

年とその平均のリストをタプル形式で返す.

TAIL(A, n) Aの後ろから n個の要素を取り出す.

SUBTRACT MONTH(date, n) dateの nヶ月前の日付を返す.

nonREV群に関しては, 競合関係はあるものの, 全ての候補が実験実施期（2024

年 5月）に生存していることが条件である. REV群同様に認知度や活動量が多くメ
ジャーなものを選出している.

4.3.2 分析期間の決定に関して
データセット中の各グループに属するOSSは, それぞれが異なる時間軸で開発さ

れており, 分析期間を一様に決定できるわけではない. したがって, グループ毎に個
別に分析期間の決定を行う必要がある. 本項では, 実験において分析期間をどのよう
に決定するかについて述べる.

各グループ毎の分析期間の開始時刻は, グループに属するアクティビティ時系列
データ全てが共通して持つ日次の内最小のもとする. 一方, 終了時刻に関しては, 時
系列を解析し, アルゴリズムにより機械的に決定する. 終了時刻を決定するアルゴリ
ズムをAlgorithm End’s Period Auto Detectionに示す. アルゴリズムを簡潔にいえ
ば, ”アクティビティ時系列データの年毎の平均が, DT（休眠と判定する閾値）を下
回る年を抽出し, さらにその年の月次のアクティビティ時系列データの推移の内で
DT を下回る月を終了時刻とする”である. これに該当する時刻がなければ, 全ての
アクティビティ時系列データが共通して持つ最後の時刻を終了時刻とする.

次にグループ毎の具体的な T1, T2, · · · , Tmをどのように定めるかについて述べる.

本実験では, m = 1を起点としてmが増える毎に 1年分 Tmを構成する要素が増える
ように Tmを作る. つまり, どの時点のmにおいても, |Tm| ≤ |Tm+1|の関係となる.

例えば, End’s Period Auto Detectionアルゴリズムにより得られた開始時刻が 2017

年 1月 1日で終了時刻が 2020年 12月 31日までとするならば, Tmは式 (4.3)のよう
に構成されることになる.

T1 = {2017/01/01, · · · , 2017/12/31}, T2 = {2017/01/01, · · · , 2018/12/31} (4.3)

T3 = {2017/01/01, · · · , 2019/12/31}, T4 = {2017/01/01, · · · , 2020/12/31}

次にグループ毎の具体的な T1, T2, · · · , Tmをどのように定めるかについて述べる.

本実験では, m = 1を起点としてmが増える毎に 1年分 Tmを構成する要素が増え
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Algorithm End’s Period Auto Detection

Input: D′ := Algorithm MIAO Phase1で PREPARE VARが返すもの
1: DT = 10 ▷ DormantThreadholdの略で, 休眠と判定する閾値
2: start year, start month, start day ← START DATE(D′)

3: for each ATm ∈ D′ do

4: n commits per month← TO MONTHLY(ATm)

5: years, anual means← TO ANUAL MEAN(ncommitspermonth)

6: ASSERT EQUAL(|anual means|, |years|)
7: end year ← years[−1]
8: for i = 0 to anual means do

9: mean← anual means[i]

10: if mean ≤ DT then

11: end year ← years[i]

12: break

13: end if

14: end for

15: if start year ≥ end year then

16: end year = start year + 1

17: end if

18: if (end year − start year) == 1 then

19: end year = end year + 1

20: end if

21: end month, end day ← start month, start day

22: end date← (end year, end month, end day)

23: n commits per month′ ← n commits per monthの end date以降の要素の
みをスライス

24: take← 10

25: tail commits = TAIL(n commits per month′, take)

26: for i = 0 to tail commits do

27: if tail commits[i] ≤ DT then

28: break

29: end if

30: end for

31: subtract month = take− (i+ 1)

32: end date← SUBTRACT MONTH(end date, subtract month)

33: end for

るように Tmを作る. つまり, どの時点のmにおいても, |Tm| ≤ |Tm+1|の関係とな
る. 例えば, 開始時刻が 2017年 1月 1日で終了時刻が 2020年 12月 31日までとする
ならば, Tmは, 次のように構成される.
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T1 = {2017/01/01, · · · , 2017/12/31},

T2 = {2017/01/01, · · · , 2018/12/31},

T3 = {2017/01/01, · · · , 2019/12/31},

T4 = {2017/01/01, · · · , 2020/12/31}

なお, 分析期間 Tmは長くなるほど時系列がトレンドを持つ可能性が高くなる. 特
に, m > 4になるとVARの撹乱項に系列相関が出やすくなるため, 分析期間 Tmは
最長でも 4年とした. したがって, 分析期間がそれ以上長い場合は 4年毎に分割し
て, それぞれを異なるグループとして扱う.その分割数を記述したものが, 表 4.4中の
n splitである. グループ 22でいえば, n splitは 6なので, 2000-07-31から 2023-07-31

までを 6分割し, それぞれが異なる 6グループとして展開される. この分割を考慮し
ない状態では, データセット内のグループ件数は 29件で, そのうち, REV群が 19件,

nonREV群が 11件で 2群間の標本数に不均衡が生じている. しかし, 分割を行うこ
とでグループ件数は 59件となり, REV群が 30件, nonREV群が 29件と標本数が拡
張され不均衡が解消されるようになる.

4.3.3 時間シフト
インパルス応答は時系列の変動に対してセンシティブであり, 分析期間を多少前後

させただけでも結果が大きく変わることがある. そのため, 実験結果の信頼性, 堅牢
性を高める施策として,期間の異なるMIAOモデルを複数個構成し,各MIAOモデル
から得られるスコアの平均値を最終的なスコアとして利用する. これは, アンサンブ
ル学習におけるバギングに近い概念である. 具体的には, 入力された T1, T2, · · · , Tm

に関して, それぞれの開始時間を τn 日シフトして新たな分析期間を構成し, それ
らの期間をもってMIAOを複数回実行するというものである. シフトする時刻を
τ = [τ1, τ2, · · · , τn]とし, 式 (4.2)で定義したMSijに関して, その開始時刻を τn日シ
フトしたものをMSij→τnと表すと, 複数のMIAOモデルを統合して得られるスコア
は次のようになる.

AMSij =

∑|τ |
k=1 MSij→τk

|τ |
(4.4)

次に, 開始時刻をシフトした際に Tmがどのように変化するかの例を示す. まず,

元の Tmが以下のように与えられているとする.

T1 = {2017/01/01, · · · , 2017/12/31}
T2 = {2017/01/01, · · · , 2018/12/31}
T3 = {2017/01/01, · · · , 2019/12/31}
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これらに関して, 開始時間を 1ヶ月, 2ヶ月シフトした期間をそれぞれ Tm→1M , Tm→2M

のように表すならば次のようになる.

T1→1M = {2017/02/01, · · · , 2018/01/31}, T1→2M = {2017/03/01, · · · , 2018/02/28}
T2→1M = {2017/02/01, · · · , 2019/01/31}, T2→2M = {2017/03/01, · · · , 2019/02/28}
T3→1M = {2017/02/01, · · · , 2020/01/31}, T3→2M = {2017/03/01, · · · , 2020/02/29}

同様の表記を用いて, MIAOの入力を構成すると次のようになる.

T→0M = T = [T1, T2, T3]

T→1M = [T1→1M , T2→1M , T3→1M ]

T→2M = [T1→2M , T2→2M , T3→2M ]

したがって, この例におけるMIAOスコアは次式で得られることになる.

AMSij =
MSij +MSij→1M +MSij→2M

3

4.3.4 実験の設定
実験に関する設定は表 4.6で示すものである. 最大 Tm数である 4はVARの撹乱

項が相関系列を持ちづらくなるための値である. 設定値にもあるように, 終了年-開
始年が 4より大きい場合は, それぞれのmが 4になるように分析期間を n個に分割
する. T = [T1, · · · , Tm]の表記を用いれば, １つ目の分割は T1, ２つ目の分割は T2,
3つめの分割は...のようになる. ただし, n分割したあとの最後の Tnはm = 4に満
たない場合があるので, Tn−1に属する Tmを用いて, Tn内の Tmが連続する時系列と
してm = 4になるように補完する. 最終的に分割で得られた TnがMIAOフェーズ
1への入力となる.

期間のシフトは 1ヶ月毎に最大 3ヶ月まで行い, オリジナルとシフトされた 3期間
の合計 4つの期間におけるMIAOスコアの平均を最終的なスコアとする.

本実験のアクティビティ時系列データである日次のコミット数の推移は, 多くの
場合に周期 7日の季節変動を持つ. これは, OSSに関しても商用ソフトウェア開発
と同様, 週末にアクティビティが低下することを示唆する. 具体的な季節変動の調
整には式 (3.1)の STL分解を用いる. つまり, MIAOフェーズ 1のアルゴリズム中の
PREPROCESS関数内では, STL分解でATmを季節成分, トレンド成分, 残差成分に
分解し, 季節成分を取り除いたトレンド+残差の時系列を返す処理が行われることに
なる.

SVARのラグ次数を決定する情報量基準は AICとした. AICを選択する意図は,

経済分野の多くの研究で AICが利用されていることと, 本実験では Tmに応じて大
小様々な標本があり, 最も安定的にラグ次数を選択できると判断したためである.
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表 4.6: 実験のための設定項目表
設定項目 設定値

Tmの決定方法 mが増える毎に 1年分 Tmを構成する要素が増える
最大 Tm数 4

期間シフト オリジナル, 1ヶ月シフト, 2ヶ月シフト, 3ヶ月シフトの 4期間
季節調整アルゴリズム STL分解
季節調整の周期 7日

ADF検定の有意水準 5%

SVARのラグ次数を決定するための情報量基準 AIC

最大ラグ次数 15

最小ラグ次数 1

SVARの識別問題に対する制約 リカーシブ制約（3× 3の再帰的構造VAR）
SVARに入力する変数のオーダー competitor1, competitor2, target

Ljung-Box検定のための最大ラグ次数
{
10 (BEST LAG < 10)

BEST LAG× 2 otherwise

Ljung-Box検定のための有意水準 10%

IRFの収束判定を行うためのN 200

3章で挙げた SVARの識別問題の対処として, リカーシブ制約を用いる. ただし,

リカーシブ制約では変数の並び順がインパルス応答に影響を与えることは前述の通
りである. 実験の目的を達成するために重要なことは, 競合から対象への影響を定
量化することであるため, 変数の並び順として最後に対象OSSが来るように設定す
る. つまり, 最も外生性の低いOSSが対象OSSということになる. 競合の並び順に
ついては, 外生性が高いものを先に並べるという指針に基づき, 当時のタイムスケー
ルにおいてより確立されているもの, あるいはデファクトスタンダードと呼べるも
のを先に並べる. これはGitHubプロジェクトのスター数やプロジェクト規模など
を鑑みた定性的な評価により行われる. 例えば, Group 1の深層学習フレームワーク
では, 当時最もシェアが高かったのは Tensorflowである. 次いで新興のプロダクト
として PyTorchが登場した. そして, Chainerはこの PyTorchに影響を受けている.

したがって, 変数の並び順をTensorflow, PyTorch, Chainerのようにした.

nonREVクラスの並び順はREVクラスほど単純ではない. なぜなら, 現実世界で
は競合関係にあるが, それぞれのOSSには固定のユーザーベースがあり, いずれか
の OSSがいずれかの OSSを REVに追いやるほどの非対称な関係性ではないから
である. つまり, どれを targetに選べばよいのかを REVクラス以上に考える必要
がある. そのため本研究では, 先に登場したものがよりデファクトスタンダードで
あるという仮定を設け, 変数を並べることにした. この並び順は表 4.4に反映され
ており, competitor1, competitor2のように並ぶ. つまり, 最終的には competitor1,

competitor2, targetのように入力変数が並ぶことになる.

Ljung-Box検定では一般に, VARで指定するラグよりも大きなラグ次数まで検定
することを推奨しており, 本実験でもこのセオリーに従う. そのため, VARのラグ次
数が 10未満の場合は 10を指定し, 10である場合は 2倍の 20を最大ラグ次数とする.

なお, VARおよび, SVARの推定はPythonの statsmodels1パッケージが提供する,

1https://pypi.org/project/statsmodels/
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statsmodels.tsa.vector ar.var model.VARと statsmodels.tsa.vector ar.svar model.S

VARを用いる. インパルス応答の計算については, statsmodels.tsa.vector ar.svar m

odel.SVARResults.irfを用いる.

4.3.5 実験結果

表 4.7: ADF検定および定常過程への変換に係る各種統計

検定統計量 p値 分数差分 n

count 2964.00 2964.00 2964.00

mean -7.77 0.01 0.01

std 4.48 0.05 0.06

min -34.58 0.00 0.00

10% -14.17 0.00 0.00

25% -9.35 0.00 0.00

50% -6.52 0.00 0.00

75% -4.80 0.00 0.00

90% -3.64 0.00 0.00

max 0.31 0.98 0.70

表 4.8: モデルの推定結果の各種統計

VAR推定結果 Ljung-Box検定結果
標本数 ラグ AIC BIC HQIC 最大ラグ数 検定統計量 p値

count 988.00 988.00 988.00 988.00 988.00 988.00 988.00 988.00

mean 871.96 6.84 9.83 10.23 9.98 13.06 58.38 0.42

std 404.51 3.22 3.53 3.53 3.53 5.58 34.46 0.24

min 365.00 1.00 0.14 0.91 0.54 10.00 9.63 0.00

10% 365.00 3.00 5.15 5.61 5.41 10.00 21.65 0.13

25% 366.00 4.00 7.91 8.25 8.03 10.00 28.84 0.22

50% 731.00 7.00 9.74 10.17 9.97 10.00 52.80 0.39

75% 1096.00 9.00 12.13 12.53 12.26 10.00 81.96 0.59

90% 1461.00 11.00 14.38 14.82 14.55 22.00 105.41 0.78

max 1461.00 15.00 18.72 18.96 18.81 30.00 209.18 1.00

本実験では, 期間分割, 期間シフトなどにより合計 2964件のアクティビティ時系
列データを用いて 988個の SVARモデルが推定された. 最終的なグループ数はREV

群が 32件, nonREV群が 34件の計 66件となった.

表 4.8はMIAOフェーズ 1の実行に際して決定されたパラメータや, 各種検定統計
量の分布などをまとめた表で, 時系列の定常化に関するもの, VARの推定に関する

35



もの, Ljung-Box検定による系列相関に関するものの 3つのカテゴリに分けられてい
る. 例えば, VAR推定結果のラグに着目すると, ラグは全てで 988個の標本 (count)

があり, そのうち最小値 (min)が 1, 平均値 (mean)が 6.39, 最大値 (max)が 6.81であ
ることを示している. n%が示すものは, そのパーセンタイルに位置する値で, 25%が
4.0というのは,データの 25%が 4.0以下で,75%が 4.0以上であることを表す. 50%が
中央値にあたる.

時系列の定常化に関するものは, ADF検定結果および分数差分が該当する. ADF

検定は,全てのAiに対して行う必要があるので, countが 2964件となっている. ADF

検定統計量は, 通常は負の値をとり, 値が負の方向に大きいほど, 単位根の存在を棄
却する証拠が強くなる. p値は検定統計量に対応する p値を表している. 実験の有意
水準は 5%より, データの内 90%以上は p値が 0.0以下で単位根の存在を棄却し, レ
ベルのまま定常過程として扱えることを意味している. 残り数%の単位根過程には
分数差分変換が適用され, 定常過程に変換される. その際の分数差分を表すのが, 表
中のN-Frac diffである. 標本の内, 大多数が定常過程であるため n = 0の割合が多
いが, 残り数%の単位根過程は, 最大で n = 0.7の分数差分変換が適用されている.

VARの推定結果にある標本数は,アクティビティ時系列データ長を示し, m = 4の設
定から最小 365日,最大 1461日である. ラグはMIAOフェーズ 1のVAR BEST LAG

関数から得られる, 各VARにとって最適なラグ次数である. 最大ラグ次数が 15, 最
小ラグ次数が 1で, 平均的には約 6.84のラグ次数が用いられているている. AIC,

BIC(Bayesian information criterion), HQIC(Hannan–Quinn information criterion)

はVAR BEST LAG関数から得られるラグに対応する各情報量基準である. 本実験
では, AICが最も小さいものが優先的に選択される. ただし, 3者の分布に極端に差
異があるわけではないので, 今回選ばれたラグは安定したものであるといえる.

Ljung-Box検定結果の最大ラグ次数は, 設定通り 10か 30いずれかで分布する. 検
定統計量は大きいほど対立仮説を棄却する証拠が強くなる. 設定されている有意水
準は 10%であるので, p ≥ 0.1となる場合に, VARの誤差項に系列相関がないと判断
できる. 表中では, 10%の時点で p値が 0.13と有意水準を超えているため, 90 + α%

のデータではVARの推定精度の信頼性が高いことになる.

本実験で得られた全てのMIAOスコア表は, 付録中の表 A.2, A.3, A.4に示した.

ScoreはAMSijとして出力されており, 4つのMSijの平均である. Groupは, データ
セット（表 4.4）中のグループに対応するもので, アンダースコア以降が分割 IDを
表している. つまり, 1 0である場合, グループ IDが 1で分割 IDが 0, 1 1の場合に
グループ IDが 1で分割 IDが 1を表している.

4.3.6 実験で得られたインパルス応答の例
図 4.3, 4.4は実験で得られたGroup 1におけるインパルス応答と累積インパルス

応答を図示したものである. 前者のインパルス応答は, 3× 3における各OSS間のイ
ンパルス応答となっており, k = 20までが出力されている. 対角要素は自身Aiから
自身 Aiへのインパルス応答で, それ以外が Aiに 1単位のショックを与えたときの,

第 k期におけるAjの反応を示している.
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図 4.3: Group 1におけるインパルス応答

例えば, chainer→ pytorchでは, k = 1のときのインパルス応答が 0.11でピークを
打ち,k < 8までは正方向で推移する. k = 8でインパルス応答は一度マイナスに転じ
るが, k > 8では再びプラスに転じ徐々に 0に減衰していく. このことから, chainer

のコミットが 1単位上昇した場合, pytorchのコミットも 8期まで上昇傾向であり,

chainerのコミットが上昇した場合に, pytorchも同様にコミット数が上昇するとい
える. 一方で, pytorch → chainerを見てみると, k = 6, 8を除いて, すべてのイン
パルス応答はマイナスの値となっている. これは, pytorchのコミット数が上昇する
と, chainerのコミットは下降傾向となることを表しており, chainerから pytorchと
pytorchから chainerへの影響にはが見られる.

このように, インパルス応答ではショックに対する各期の細かな変動を見ることが
できる. 一方で, 図 4.4の累積インパルス応答では, より中長期的な影響を見ること
ができる. 先述した chainer → pytorchと pytorch → chinerの累積インパルス応答
を見ると, chainer → pytorchでは, k = 20における累積インパルス応答はプラスの
値である. 一方で, pytorch → chinerでは, k = 20の累積インパルス応答はマイナ
スの値となっている. これは影響が累積されたときに, その中長期的な影響がネガ
ティブであるかポジティブであるかを確認する際に役立つものとなる. 図 4.4では,

k = 20としているが, k =∞のときの値が, 式 4.1で定義する SCEになる.

37



図 4.4: Group 1における累積インパルス応答

4.3.7 実験で得られたMIAOスコア表の例
表 4.9は, MIAOから得られたスコア表のうち特徴的な傾向を示すものである.

GroupN Kとして表現される場合, Nはグループ番号を表し, Kは 0から始まるK番
目の区分を示す. グループ 1と 8は REVグループに属し, グループ 27は nonREV

グループに属する. グループ 1の対象は chainer/chainerで, グループ 8の対象は
rethinkdb/rethinkdbである. これらのグループでは, MSC2T > 0 ∧MSTC2 < 0で
あり, D(MSC2T ,MSTC2)が大きな値を示していることから, C2から T への大きな負
の影響が見られる. これは, 4.3のM1に該当しており, REVを疑うケースである. 一
方, グループ 27では, T , C1, C2間の相互影響は概ね正であり, 何れかが上昇すると,

いずれかも上昇するような関係が見られ, REVを引き起こすような明確な競合関係
が見られないことが読み取れる.

4.4 評価
実験結果から, MIAOの有効性を判定するための評価を行う. MIAOの有効性の評
価は, 決定木モデルによるREVの分類モデルを構築することで行う. 決定木モデル
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表 4.9: 特徴的なMIAOスコア表の例

Direction AMSijAMSijAMSij

pytorch → tensorflow -3.08

chainer → tensorflow -3.58

tensorflow → pytorch -0.12

chainer → pytorch -0.99

tensorflow → chainer -0.82

pytorch → chainer 2.11

Direction AMSijAMSijAMSij

mongo → couchdb -1.92

rethinkdb → couchdb -0.95

couchdb → mongo -5.0

rethinkdb → mongo -4.41

couchdb → rethinkdb 0.2

mongo → rethinkdb 5.12

Direction AMSijAMSijAMSij

cpython -0.76

node → cpython -1.02

cpython → ruby -0.19

node → ruby -1.26

cpython → node 0.03

ruby → node -1.00

表 4.10: Classification Report

Precision Recall F1-score Support

nonREV 0.85 0.85 0.85 34

REV 0.78 0.91 0.84 32

Accuracy – – 0.85 66

Macro avg 0.85 0.85 0.85 66

Weighted avg 0.85 0.85 0.85 66

は, 閾値や重要な特徴量を視覚的に把握できるため, 比較的解釈性の高いモデルであ
り, 分類精度の検証以外にMIAOの解釈にも用いることができる. ここでは, MIAO

スコアによるREVの分類性能の評価に焦点をあて, 解釈については 6章で行う.

決定木モデルの目的変数は, 表 4.4中の revである. 説明変数は, 実験から得ら
れた, 表 4.9のようなMIAOスコア表である. したがって, 59 × 6個のMSij を用
いて, 予測対象のグループが rev=1か non-rev=0かを予測するモデルということ
になる. ただし, スコア表毎に変数名が変わってしまうので, それぞれの変数名を
c1 → t, c2 → t, t → c1, t → c1, c1 → c2, c2 → c1のように統一する. tは target,

c1, c2はそれぞれ, competitor1, competitor2である. 各グループは Tmの長さが異な
るため, mが大きいほど, 大きな値, あるいは小さな値となる可能性が高まる. その
ため, このバイアスを軽減するために, AMSij/mのように, AMSij をmで割って正
規化した.

決定木モデルの学習および評価は, 汎化性能の向上のために, 交差検証を用いて行
う. したがって, 本節で示す予測精度などの各種指標は, 各イテレーションで得られ
る指標の平均値である. ただし, 標本数が 66件と十分ではないため, リーブワンアウ
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表 4.11: 混同行列

Predicted

Yes No

A
ct
u
a
l Yes 27 5

No 5 29

図 4.5: 決定木

ト交差検証 (LOOCV)[48]を用いる.

表 4.10は, LOOCVによるモデルの平均的な性能を示すレポートで, 表 4.11は, 各
イテレーションにおける予測結果から得られた混同行列である. その他に, 図 4.5

は, LOOCVで用いたパラメータと同様のもので学習した決定木を可視化したもの
である. 決定木モデルの分類結果および真値との比較表は, 付録中の表 A.5に示す
ものである. Actualが対照グループが REVであるか否かを示すもので, 1=REV,

0=nonREVである. Predictedが分類結果で, 1=REV, 0=nonREVである. なお, 決
定木モデルには, sklearn.tree.DecisionTreeClassifier[49]を用いた.

結果を見ると, 決定木モデルの平均的なAccuracyは交差検証において 0.85± 0.35,

95%信頼区間は (0.76, 0.93)で, 一般的なモデルとしては中程度から良好な性能を示
しているといえる. しかし, 図 4.5に示す決定木は 4層の深さを持ち, 過学習を避け
ながら適切な複雑さを保持し, 十分な予測力を持つ可能性を示唆している. 各クラ
スの分類においては, nonREVのF1スコアが 0.85, REVが 0.84であり, 両クラスに
対して一貫した予測性能を示し, 安定した分類能力を持つことを示している. これ
らの結果から, 一般的な決定木モデルとしては中程度から良好な範囲にあると考え
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られるが, 本研究が新しい手法であることを考慮すれば, 良好な結果とみなすことが
できる. 検証したグループ数は 64と多くはないものの, ディープラーニングフレー
ムワーク, プログラミング言語, Webアプリケーションフレームワーク, ビルドツー
ル, データベースなど様々な領域を網羅しており, 特定のドメイン固有の結果という
わけではない. したがって, MIAOはREVを判定するうえで有効な手法であるとい
える.
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第5章 REV予測モデル

MIAOはOSS間の影響を競合関係として定量化するものであり, 将来の REVを
予測する能力は持たない. REV予測モデルは将来のREV発生を予測するものであ
る. 本章では, REV予測モデルの理論と, 予測モデルを用いた実験および実験結果の
評価についてまとめる.

5.1 概要
REV予測モデルは, OSSグループ単位で将来のMIAOスコア表を予測するための

モデルである. ただし, MIAOは実際に観測された時系列に対してMIAOスコアを
計算するようなアルゴリズムのため, 将来のMIAOスコアを得るには, グループを
構成する各OSSにおける将来のアクティビティ時系列データの変動が必要となる.

ただし, 時系列の予測は一般的に難しいタスクであり, 周期性に乏しいREVによる
急激な時系列の変動を, 長期にわたって正確に予測することは現実的ではない. そこ
で, 将来の SCEを点推定するというアプローチが, REV予測モデルの根本的なアイ
デアである.

このような前提の元, REV予測モデル (RPM, REV Predictive Model)は, 次のコ
ンポーネントからなる分類器である.

1. SCE予測モデル

2. MIAOフェーズ 2

3. REV判定器

1の SCE予測モデルがREV予測モデルの根幹であり, 将来の SCEを予測する回
帰モデルである. 2のMIAOフェーズ 2は, 4章のMIAOで定義したもので, SCE

を入力にMIAOスコアを出力する層である. そして, 3の REV判定器は, REVか
nonREVかを分類する 2値分類モデルで, これも 4章で利用したような決定木モデ
ルなどにより実装されるものである.

ここまでをまとめる, SCE予測モデルを用いて将来の SCEを予測し, その SCEを
MIAOフェーズ 2に入力することでMIAOスコア表を出力し, MIAOスコア表から
REV発生を機械的に判定するというのがRPMの動作原理である.
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5.2 REV予測モデルの構成要素
5.2.1 SCE予測モデル
MIAOの実行単位である 1グループに属するAiの, Tm→τ 番目の n次の説明変数

ベクトルを

fTm→τ
i =



fTm→τ
i,1

fTm→τ
i,2

...

fTm→τ
i,n


(5.1)

とする. SPMを fTm→τ
i と j番目のOSSを表す番号を引数に取り, Oi → Ojに関する

SCEijを予測する関数とする. すなわち,

ˆSCE
Tm→τ

ij = SPM(fTm→τ
i , j) (5.2)

と定義する. SPMは SCE Predicitive Modelの略である.

SPMの結果を用いると, 将来のMIAOスコア M̂Sij は, ˆSCE
Tm→τ

ij とMIAO P2を
使って次のように表せる.

M̂Sij = MIAO P2( ˆSCEij) (5.3)

where ˆSCEij = [ ˆSCE
T1→τ

ij , ˆSCE
T2→τ

ij , · · · , ˆSCE
Tm→τ

ij ]

SPMで予測できる SCEは Tm+1の時の値である. したがって, ˆSCE
Tm

ij = SCE
Tm+1

ij

なる等式が成り立つ. SPMの実態は実数値である SCEを予測するための回帰モデ
ルである.

目的変数と説明変数
MIAOの実験において, データセットを構成する 1グループのOSSの数は 3つで

あった. したがって,目的変数と説明変数については一般のOSS数nではなく, n = 3

として説明を行う.

ここで, A1, A2, A3なる 3つの OSSが与えられているとする. このとき, スコア
表を構成するために SCEを予測したいOSSの組み合わせの数は, (A1 → A2, A2 →
A3), (A2 → A1, A2 → A3), (A3 → A1, A3 → A2)の計6つとなる. このとき,あるAiを
Ai = T で固定し,残りのAj, AkをAj = C1, Ak = C2としたときにC1, C2からT に対
するSCEは, SCEC1,T , SCEC2,Tの2つとなる. したがって, A1, A2, A3それぞれをTと
して固定したとき,計6つのSCEC1,T , SCEC2,Tが得られ,これらをすべてのTmに関す
るSCEを計算すれば,スコア表を構成するための 6つのMSijが得られるようになる.
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表 5.1: SPMの説明変数 fTm→τ
i の構成要素

変数名 説明
c1 to t SCETm→τ

C1,T

c2 to t SCETm→τ
C2,T

t to c1 SCETm→τ
T,C1

t to c2 SCETm→τ
T,C2

c1 to c2 SCETm→τ
C1,C2

c2 to c1 SCETm→τ
C2,C1

n authors cr T1から Tmまでのユニークな貢献者数の増加率
m Tmにおけるm = (1, 2, · · · )

図 5.1: REVによる急激なコミット数の減少例

つまり,各Tmに関して, Tを固定したときのSCEC1,T , SCEC2,Tの2つが目的変数とな
れば,すべての i, jの組み合わせに関する ˆSCE

Tm

C1,T
, ˆSCE

Tm

C2,T
を予測することができる.

このことから, SPMは,当期のSCETm
C1,T

, SCETm
C2,T

, SCETm
T,C1

, SCETm
T,C2

, SCETm
C1,C2

, SCETm
C2,C1

を説明変数とし, 次期のSCETm+1
C1,T , SCETm+1

C2,T を目的変数とする回帰モデルといえる.

ただし, 回帰モデルの実装という観点では, 説明変数に対する予測値は一つの実数値
となるため, ˆSCE

Tm

C1,T
, ˆSCE

Tm

C2,T
それぞれを予測するための 2つの SCE予測モデル

が必要となる. 以降, ˆSCE
Tm

C1,T
を予測するものを SPM1, ˆSCE

Tm

C2,T
を予測するものを

SPM2と命名する.

なお, 過去の SCEの推移だけでは将来の SCEを予測するための情報が不足してい
る. なぜなら, SCEには時間情報が含まれていないため, 回帰モデルが SCEの時間
的な推移を考慮できないためである. この時間的な情報を補完するための変数とし
て, Tmにおけるm = 1, 2, · · · を説明変数に加える.

将来の REV予測に関してさらに考慮しなければならないことは, REVの発生は
急激に起こる可能性があるという点である. 図 5.1は, REVが発生したOSSである
Chainer, Theanoの月次のコミット数の推移である. 本図から, Chainerは 2019年後
半, Theanoは 2018年の初頭からコミット数が急激に低下していることが読み取れ
る. つまり, 過去の SCEの情報だけではこのような急激な変化を捉えることが難し
く, 本来の時系列が持つ特徴が平滑化されてしまう懸念がある. そのため, この変化
を捉えられるための情報が必要となる. そのための情報が, 貢献者数の増加率である.
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Samoladasら [6]の研究によれば, 貢献者数が増加する毎にプロジェクトの生存率が
上昇する傾向にあった. 一方で, REVにより生存率が低下しているOSSプロジェク
トは, コミット数そのもの減少により, 新規の貢献者の流入が鈍化していると考えら
れる. したがって, ネガティブな SCEの持続と新規貢献者の流入数の減少という特
徴量が組み合わさることで, SCE単体だけでは平滑化されてしまうコミット数の急
激な減少という特徴を多少はモデルに組み込めるかもしれない.

貢献者数の増加率は, CAGR(Compound annual growth rate, 年平均成長率)を用
いる. 全ての要素が正の実数となる v = (vi)を n次のベクトルとすると, CAGRは
次式で求められる.

CAGR(v) =

(
vn
v1

)1/n

− 1

例えば,年間のユニークな貢献者の推移が [10, 15, 45, 100]である場合, CAGR([10, 15, 45, 100]) ≃
0.78となる. これらの説明変数を表にまとめたものが, 表 5.1である. これらの変数
名はコンピュータで扱うため, LATEXではなく, スネークケースで表されている.

5.2.2 REV判定器 (RD)

MIAOフェーズ 2により出力されるMSij はOSSの競合関係を単に定量化したも
のであり, それ単体ではREV発生を分類することはできない. したがって, MSijを
入力したときに, それがREVか nonREVであるかを判定する層が必要となる. その
役割を担うのがREV判定器 (REV Detector, RD)である. RDは, REV, nonREV群
の標本を集め, それぞれのMIAOスコアからREVの閾値を統計的あるいは経験的に
決定し, その閾値を超えたらREV=1, そうでなければ nonREV=0を出力する 2値分
類モデルである.

RDは上記の性質を持つ分類器であればどのようなものでも構わない. 例えば, あ
る閾値 tを統計的あるいは経験的に設け,

RD([MSij]) =

{
1

∑
MSij > t

0 otherwise
(5.4)

のように, MSijの総和でREVか否かを決定することが考えられる. あるいは, より
高度な機械学習モデルとして, 決定木モデルや勾配ブースティング, ロジスティック
回帰モデルなどを用いることも考えられる. 例えば決定木モデルを用いる場合には,

RD([MSij]) = DecisionTree([MSij]) =

{
1 決定木の分類結果で 1となる
0 決定木の分類結果で 0となる

(5.5)

となり, RDは決定木モデルそのものに置き換わる. その他の機械学習モデルを用い
た場合にも, 同様にRDはそのモデルに置き換わる.
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5.3 実験
本説では, 具体的な SPMおよび, RDを実装し, 評価データセットによる性能評価

のための実験を行う. SPMでは, 評価データセットを k分割交差検証により k個の
サブセットに分割し, サブセット毎のR2スコアやMSEなどの評価指標を用いた性
能評価のための実験を行う. RDでは, SPMが予測した SCEを用いてMIAOスコア
テーブルを構成し, それを説明変数とすることで, 4章で行ったような LOOCVによ
る 2値分類モデルとしての性能評価のための実験を行う.

5.3.1 具体的なSPMおよびRDの決定

図 5.2: 次期C1 → T と説明変数との散布図

SPMの具体的な実装は回帰モデルとなるが, 回帰モデルにはいくつかの種類があ
り, 代表的なものに線形回帰モデルと非線形回帰モデルがある. SCEの予測に際し
てどちらが有効であるかを確認するために, 目的変数と説明変数の分布の散布図を
まとめたものが, 図 5.2と, 図 5.3である. 図中の 8つの説明変数は, 表 5.1に対応す
るもので, next c1 to tと next c2 to tがそれぞれ目的変数である, SCEC2,T , SCEC1,T

に対応している. また, 図中の rはピアソンの相関係数を表している.

まず, 目的変数 next c1 to tとその他の変数との関連に着目すると, c1 to tとの
相関係数が 0.826と強い正の相関がみられるものの, その他の変数との相関はほぼ
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図 5.3: 次期C2 → T と説明変数との散布図

皆無であることが読み取れる. 他方の next c2 to tにおいても同様の傾向が見られ,

c2 to tとの相関係数が 0.747と強い正の相関があるが, その他の変数との相関はほ
ぼみられない. つまり, 次期 SCETm

ij は前期の SCETm−1
ij との相関が強く, それ以外の

変数とは相関していないことが分かる. このことから, 線形回帰モデルにより SCE

予測モデルを構築する場合, c1 to tと c2 to tだけで, next c1 to tと next c2 to tを
説明できる可能性がある. 一方で, 単なる相関関係で捉えられない変数間の関係性も
あると考えられることから, コンピュータが非線形な変数間の特徴を捕捉してくれ
る高度な機械学習手法を用いるのも手である. したがって, 本実験では線形回帰モデ
ルと非線形回帰モデルの双方で SPMを構築し, それぞれの性能を評価する. 線形回
帰モデルの具体的な実装には, 3.7の最小二乗法による重回帰モデルを選定し, 非線
形回帰モデルには 3.8の LightGBMを選定する. LightGBMは非線形関係を扱える
勾配ブースティングモデルの中でも軽量なものであり, ハイパーパラメータを調整
するための試行を多く行えるのが特徴である. 線形, 非線形のうちで性能が良好な方
を SPM層とし, この後のRDの性能評価に用いる.

具体的なRDの実装については, 4章で行った実験との比較が容易になるという意
味で, 4章のものと同様の決定木モデルを採用する. ただし, 学習データは SPMが予
測した SCEを含むMIAOスコアテーブルとなる.
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表 5.2: 実験データセット例
c1 to t c2 to t t to c1 t to c2 c1 to c2 c2 to c1 next c1 to t next c2 to t n authors cr m shift no label group

-0.334 0.300 -0.672 -0.279 -0.238 0.886 0.102 3.178 0.868 1 0 tensorflow/tensorflow 1 0

0.102 3.178 -0.272 0.518 -0.315 0.590 0.632 1.664 0.882 2 0 tensorflow/tensorflow 1 0

0.632 1.664 0.213 0.351 -0.042 0.372 1.741 -0.236 0.607 3 0 tensorflow/tensorflow 1 0

-0.045 -0.112 -0.185 -0.047 -0.138 0.704 0.322 2.535 0.953 1 1 tensorflow/tensorflow 1 0

0.322 2.535 -0.083 0.859 -0.083 0.367 0.888 1.295 0.883 2 1 tensorflow/tensorflow 1 0

0.888 1.295 0.232 0.296 -0.218 0.134 1.853 -0.629 0.608 3 1 tensorflow/tensorflow 1 0

0.552 0.882 -0.457 -0.275 -0.403 1.015 0.278 3.592 1.111 1 2 tensorflow/tensorflow 1 0

0.278 3.592 0.021 1.063 -0.293 0.369 0.863 0.895 0.883 2 2 tensorflow/tensorflow 1 0

0.863 0.895 0.262 0.261 -0.453 -0.149 1.901 -1.317 0.617 3 2 tensorflow/tensorflow 1 0

0.359 0.711 -0.369 -0.298 -0.612 0.898 0.481 2.377 1.633 1 3 tensorflow/tensorflow 1 0

0.481 2.377 0.133 0.905 -0.330 0.297 0.636 0.437 0.808 2 3 tensorflow/tensorflow 1 0

0.636 0.437 0.248 0.165 -0.608 -0.090 2.076 -1.257 0.633 3 3 tensorflow/tensorflow 1 0

-0.672 0.886 -0.334 -0.238 -0.279 0.300 -0.272 0.590 1.508 1 0 pytorch/pytorch 1 0

-0.272 0.590 0.102 -0.315 0.518 3.178 0.213 0.372 1.054 2 0 pytorch/pytorch 1 0

0.213 0.372 0.632 -0.042 0.351 1.664 0.280 0.125 0.865 3 0 pytorch/pytorch 1 0

-0.185 0.704 -0.045 -0.138 -0.047 -0.112 -0.083 0.367 1.512 1 1 pytorch/pytorch 1 0

-0.083 0.367 0.322 -0.083 0.859 2.535 0.232 0.134 1.109 2 1 pytorch/pytorch 1 0

0.232 0.134 0.888 -0.218 0.296 1.295 0.313 -0.291 0.883 3 1 pytorch/pytorch 1 0

-0.457 1.015 0.552 -0.403 -0.275 0.882 0.021 0.369 1.615 1 2 pytorch/pytorch 1 0

0.021 0.369 0.278 -0.293 1.063 3.592 0.262 -0.149 1.153 2 2 pytorch/pytorch 1 0

0.262 -0.149 0.863 -0.453 0.261 0.895 0.339 -0.651 0.896 3 2 pytorch/pytorch 1 0

-0.369 0.898 0.359 -0.612 -0.298 0.711 0.133 0.297 3.112 1 3 pytorch/pytorch 1 0

0.133 0.297 0.481 -0.330 0.905 2.377 0.248 -0.090 1.712 2 3 pytorch/pytorch 1 0

0.248 -0.090 0.636 -0.608 0.165 0.437 0.470 -0.641 1.190 3 3 pytorch/pytorch 1 0

-0.279 -0.238 0.300 0.886 -0.672 -0.334 0.518 -0.315 0.477 1 0 chainer/chainer 1 0

0.518 -0.315 3.178 0.590 -0.272 0.102 0.351 -0.042 0.564 2 0 chainer/chainer 1 0

0.351 -0.042 1.664 0.372 0.213 0.632 0.057 -0.434 0.375 3 0 chainer/chainer 1 0

-0.047 -0.138 -0.112 0.704 -0.185 -0.045 0.859 -0.083 0.554 1 1 chainer/chainer 1 0

0.859 -0.083 2.535 0.367 -0.083 0.322 0.296 -0.218 0.564 2 1 chainer/chainer 1 0

0.296 -0.218 1.295 0.134 0.232 0.888 -0.035 -0.892 0.387 3 1 chainer/chainer 1 0

-0.275 -0.403 0.882 1.015 -0.457 0.552 1.063 -0.293 0.700 1 2 chainer/chainer 1 0

1.063 -0.293 3.592 0.369 0.021 0.278 0.261 -0.453 0.564 2 2 chainer/chainer 1 0

0.261 -0.453 0.895 -0.149 0.262 0.863 -0.071 -1.171 0.387 3 2 chainer/chainer 1 0

-0.298 -0.612 0.711 0.898 -0.369 0.359 0.905 -0.330 0.854 1 3 chainer/chainer 1 0

0.905 -0.330 2.377 0.297 0.133 0.481 0.165 -0.608 0.564 2 3 chainer/chainer 1 0

0.165 -0.608 0.437 -0.090 0.248 0.636 -0.209 -2.243 0.390 3 3 chainer/chainer 1 0

5.3.2 実験データ
SPMにおけるデータセットは, 表 4.4内のOSSに関する, 表 5.1の情報と目的変数,

next c1 to t, next c2 to tにより構成される. ただし, そのままでは標本数が 522と
それほど多くないので, 標本数を拡張するために, 1ヶ月, 2ヶ月, 3ヶ月の期間シフト
を加えた計 2088件の標本でデータセットを構成する. 表 5.2は, 本実験で用いる実際
のデータセットの内, グループ 1のみを抜粋したものである. 表 5.2のうち, shift no,

label, groupは各行がどの OSSかを識別のための情報であり, モデルの学習に用い
るものではない. 本表を見ると, 目的変数の next c1 to tおよび, next c2 to tは来
期の c1 to t, c2 to tとなっている. 例えば, tensorflowにおけるm=1, shift no=0の
next c1 to tは 0.102で, 来期 (m=2)の c1 to tの 0.102に一致しているのが分かる.

したがって目的変数として用意できる next c1 to t, next c2 to tは当該グループの
最終 Tmまでの SCEとなる. そのため, 各グループにおける最大のmをm∗とする
と, 1 ≤ m < m∗までが説明変数として, 1 < m ≤ m∗までの SCEが目的変数として
データセット内に存在することになる. 例として, 本表のグループ 1は最大m∗ = 4

であるので, 1 ≤ m ≤ 3までの SCEijが説明変数に, 1 < m ≤ 4までの SCEijが目的
変数に設定される.

回帰モデルは外れ値の影響を受けやすくなるため, SCEの分布を確認する. 図 5.4

は各m毎の SCEijの分布を散布図として図示したものである. 本図に従えば, m = 4

に 47を超える大きな外れ値がある. そのため, この値を説明変数から取り除くこと
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図 5.4: m毎の SCEijの分布
表 5.3: 説明変数間のVIF

変数名 VIF

c1 to t 1.040

c2 to t 1.031

t to c1 1.068

t to c2 1.040

c1 to c2 1.033

c2 to c1 1.059

n authors cr 1.103

m 1.178

にした. 表 5.3は実験データのVIFを計算した表である. 本表に従えば, VIFは最大
でも 1.178以下であるため, 多重共線性の可能性は低く, 独立性が高い変数を選べて
いるといえる.

RDのデータセットに関しては, 4章の決定木モデルに入力するものと同様の形式
を用いる. すなわち, 6つのAMSij を説明変数として, REV=1, nonREV=0を目的
変数とするものである.

5.3.3 実験方法
まずSPMに関する実験では, 5分割交差検証を用いて各分割毎に各種モデルの学習

及び予測を行い, R2, MSE, RMSE, MAEといった各種評価指標を得る. 各種モデル
とは, 重回帰モデルおよびLightGBMの 2種類の回帰モデルと, それぞれのモデルに
関して SCEC1,T を目的変数とするもの, SCEC2,T を目的変数とするものの計 4つのこ
とをいう. 以降, SCEC1,T に関するものをSPM1, SCEC2,T に関するものをSPM2と呼
ぶことにする. なお, LightGBMは過学習しやすい特性と多くのハイパーパラメータ
を持つため, 選択されたハイパーパラメータ次第では予測性能の低下や過学習が起こ
り得る. そのため, これらの改善のために, ハイパーパラメータの調整を行う必要が
ある. 本実験では, Optuna1を用いてLightGBMの各種ハイパーパラメータの自動最
適化を行う. Oputnaはベイズ最適化によりハイパーパラメータの最適化を自動化す
るためのソフトウェアである. 具体的には, optuna.integration.LightGBMTunerCV

を用いて, 全てのフォールドで平均的に最も良い性能を示したパラメータセットを
特定する.

RDに関する実験では, 4つのモデルのうち, 良好な性能を示した SPM1, SPM2を
用いて, 各OSSグループの最終 Tm期の SCEを予測する. 例えば, グループ 1の例
で言えば, m = 1, 2, 3のデータを用いて, m = 4における SCEを予測することにな
る. そして, 予測された SCEをMIAOフェーズ 2に入力し, MIAOスコアテーブル

1https://optuna.org/
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を出力する. ここで得られたMIAOスコアテーブルから 4章で行った実験のように
LOOCVで決定木モデルを学習し, 分類精度の評価を行うというのがRDの評価のた
めの実験フローである.

5.3.4 実験結果
SPMに関する実験結果

表 5.4: 重回帰モデル実装の推定結果

Model Index 1 2 3 4 5 Mean

R2 0.66± 0.08 0.68± 0.08 0.63± 0.09 0.64± 0.14 0.68± 0.11 0.66

ADJ-R2 0.65± 0.08 0.67± 0.08 0.62± 0.09 0.63± 0.14 0.67± 0.11 0.65

SPM1
MSE 0.47± 0.11 0.49± 0.17 0.47± 0.15 0.52± 0.11 0.46± 0.18 0.48

RMSE 0.68± 0.08 0.69± 0.11 0.68± 0.11 0.72± 0.08 0.67± 0.13 0.69

MAE 0.34± 0.03 0.34± 0.03 0.34± 0.03 0.35± 0.03 0.34± 0.03 0.34

R2 0.54± 0.10 0.56± 0.09 0.49± 0.09 0.54± 0.10 0.55± 0.11 0.54

ADJ-R2 0.53± 0.10 0.54± 0.10 0.48± 0.09 0.53± 0.10 0.54± 0.11 0.52

SPM2
MSE 0.47± 0.14 0.55± 0.16 0.55± 0.16 0.61± 0.19 0.48± 0.17 0.53

RMSE 0.67± 0.11 0.73± 0.10 0.73± 0.11 0.77± 0.12 0.68± 0.12 0.72

MAE 0.34± 0.03 0.37± 0.03 0.37± 0.04 0.37± 0.04 0.35± 0.03 0.36

表 5.5: LightGBM実装の推定結果

Model Index 1 2 3 4 5 Mean

R2 0.76± 0.05 0.76± 0.05 0.72± 0.09 0.71± 0.12 0.73± 0.07 0.74

ADJ-R2 0.76± 0.05 0.76± 0.05 0.72± 0.09 0.71± 0.12 0.73± 0.07 0.74

SPM1
MSE 0.33± 0.11 0.39± 0.23 0.35± 0.14 0.41± 0.10 0.38± 0.14 0.37

RMSE 0.57± 0.10 0.60± 0.16 0.58± 0.12 0.64± 0.07 0.61± 0.10 0.60

MAE 0.30± 0.03 0.30± 0.03 0.31± 0.03 0.32± 0.03 0.31± 0.02 0.31

R2 0.66± 0.06 0.62± 0.11 0.60± 0.09 0.66± 0.06 0.69± 0.06 0.65

ADJ-R2 0.65± 0.06 0.61± 0.11 0.59± 0.09 0.66± 0.07 0.68± 0.06 0.64

SPM2
MSE 0.34± 0.09 0.46± 0.15 0.42± 0.11 0.45± 0.11 0.34± 0.12 0.40

RMSE 0.58± 0.08 0.67± 0.10 0.64± 0.08 0.66± 0.09 0.57± 0.10 0.62

MAE 0.32± 0.02 0.36± 0.02 0.34± 0.02 0.34± 0.03 0.33± 0.03 0.34

表 5.4, 5.5はそれぞれ, 線形回帰モデルおよび, LightGBM実装における SPMの
予測結果に関する指標をまとめたものである. 本表に記載の各種評価指標は, 交差
検証における random stateとして 42から 51までの 10個の整数値を使用し, 異なる
データセットの分割パターンから得られた結果の平均値が µ± σの形式で記載され
る. σは, random stateの違いによる標準偏差で, 平均の周りでどれほど当該指標が
ばらついているかを表す. したがって, この値が小さいほど, モデルの性能は安定し
ていると言える.
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本表において, SPM1は, next c1 to tを予測するもの, SPM2は next c2 to tを
予測するものである. 表中の Indexは, モデルの評価指標で本実験では, 決定係数
R2, MSE(Mean Squared Error), RMSE(Root Mean Squared Error), MAE(Mean

Absolute Error)を用いる. 1から 5の数値は k分割交差検証の第 k番目のフォールド
であることを表し, そのフォールドに対応した各種評価指標が表記される. 決定係数
R2は, 1−

∑n
i=1(yi − ŷi)2∑
i = 1n(yi − ȳ)2

で定義されるもので, モデルの当てはまりの良さを 0か
ら 1の実数値で表現するものであり, 1に近いほど良いとされる.この指標は, 説明変
数が目的変数の変動をどの程度説明できているかを示すものである. 例えば, R2が
0.7の場合,モデルが従属変数の変動の 70%を説明できていることを意味する. 言い
換えれば,データの全体的なばらつきのうち, 70%がモデルによって捉えられている
と解釈できることを意味する. 残りの 30%は,モデルで説明されない変動となる. な
お, モデルの予測値が実測値から大きく外れている場合にはR2が負の値となること
がある. ただし, R2は説明変数を増やすほど大きくなるという欠点があるため, これ
を改善したものが自由度調整済み決定係数である. 本表ではADJ-R2がこれに該当
し, 基本的には通常のR2よりも小さい値となる. MSEは 1

n

n∑
i=1

(yi− ŷi)
2で定義され

るもので, 予測値と実測値の差である誤差の二乗の平均である. 誤差なので, 0に近
いほど予測精度が高いことを示す. ただし, 誤差の大きさを二乗で強調するため, 外
れ値に敏感となる. RMSEは,

√
MSEで定義されるもので, MSEの平方根を取った

ものである. MSEよりは外れ値に敏感でなくなり, 元のデータのスケールで結果を
解釈できる. MAEは 1

n

n∑
i=1

|yi− ŷi|で定義されるもので, 予測値と実測値の差の絶対

値の平均である. MAEも 0に近いほど予測精度が高いことを示す. また, 外れ値に
対してMSEやRMSEほど敏感ではない. これも, 元のデータのスケールを反映して
いる.

なお, 実験の結果, R2スコアなどの各種指標は, 学習データにm = 1のものを含め
ないほうが性能が向上することが分かった. そのため,本表はデータセットからm = 1

のものを除いた上での結果となっている. このような結果となった要因の一つとし
て, 最終 Tmにおける SCEC1,T , SCEC2,T はm ≥ 2以降の SCEC1,T , SCEC2,T に強い相
関があり, m = 1では弱い相関となるとなることが挙げられる. 具体的な数値として
は, next c1 to tと c1 to tの相関係数は, m = 1 : 0.264,m = 2 : 0.792,m = 3 : 0.868,

next c2 to tと c2 to tでは, m = 1 : 0.398,m = 2 : 0.782,m = 3 : 0.710となった.

いずれの目的変数においても, m = 1の相関係数が最も低いものとなり, これが最終
Tmの予測性能に悪影響を与えている可能性がある.

表 5.7は, LightGBM実装におけるSPM1, SPM2の学習曲線の統計を要約したもの
である. countは,評価に用いたモデルの個数を表し, 10個の random state毎に5分割
交差検証があるので, 全部で 50個のモデルを評価することになる. initial train rmse

と initial valid rmseは, 一回目のイテレーションにおける訓練, 検証データにおける
RMSEを表す. 25 pから 75 pまでの trainおよび valid rmseは, イテレーションの
25%, 50%, 75%点におけるRMSEを表す. そして, final train rmseとfinal valid rmse
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は最終イテレーションにおける訓練, 検証データにおけるRMSEを表す. 最大イテ
レーション回数は100であるが,過学習の抑制のために early stopping=10を設定して
いるため,早期に学習が終了しているモデルもである. early stoppedがearly stopping

されたモデルの割合を表し, best iterationが0から99のイテレーションの内でRMSE

が最も低いイテレーションとなる. 通常, モデルの予測性能が低い場合に, 学習デー
タセットと検証データセットによる学習曲線は大きく乖離する. つまり, 訓練データ
セットでは予測精度が高くなるが, 検証データセットでは予測制度が低くなるといっ
た問題が起こる. また, 典型的に過学習を示すケースでは, イテレーションを増す毎
に訓練データセットでの予測精度は上がるにも関わらず, 検証データセットでは予
測精度が低下し, RMSEが上向きになっていくような事象が起こる. つまり, 本表で
は, final train rmseと final valid rmseに大きな乖離がなく, initialから 25 p, 50 p,

75 p, finalまでにかけて平均的にRMSEの値が低下していればよいことになる.

SPM1では訓練データの方の学習曲線の平均値は, initial: 1.15, 25 p: 0.68, 50 p:

0.56, 75 p: 0.49, final: 0.45という推移で, イテレーション毎に低下していることが
わかる. 検証データでの学習曲線の平均値は, initial: 1.14, 25 p: 0.72, 50 p: 0.56,

75 p: 0.62, final: 0.61と推移しており, RMSEの改善が一定値に収束する傾向にあ
る. これは引き続き学習を続けると過学習してしまう兆候となるが, n iterationsの
平均が 80.72, early stoppedが 0.42と 4割強のモデルは早期に学習が打ち切られて
おり, final valid rmseと best valid rmseとでは 0.01ポイントしか差がないことから,

過学習が抑制されていることが示唆される. また, 訓練と検証データセットの final

時点の差は 0.16ポイントであり, 深刻な乖離は見られない.

SPM2の訓練データの学習曲線の平均値は, initial: 1.05, 25 p: 0.56, 50 p: 0.45,

75 p: 0.39, final: 0.35という推移で,検証データの方は, initial: 1.05, 25 p: 0.70, 50 p:

0.65, 75 p: 0.63, final: 0.63と, SPM1同様に訓練データのRMSEの低下が顕著で,検
証データは 0.63に徐々に収束している. n iterationsの平均が 88.64, early stoppedが
0.34と3割強のモデルは早期に学習が打ち切られており, final valid rmseとbest valid rmse

とでは差がないことから, 過学習が抑制されていることが示唆される. 訓練と検証
データセットの final時点の差は 0.28ポイントであり, SPM1よりは乖離が大きい結
果となった.

これまでの結果に記載されている全てのモデルはOptunaで得られた同一のハイ
パーパラメータを用いて計算された. 実験に用いたハイパーパラメータは表5.8, 5.9に
示すものである. この内,重要度の高いパラメータはnum leavesとmin child samples

である. num leavesのデフォルト値は 31で値が大きくなるなるほど, モデルの複雑
度が増し過学習しやすい傾向となる. min child samplesは一つの葉のデータの最小
個数を表す. デフォルト値は 20で, これが小さい場合に過学習しやすくなる. 本実
験のものでは, num leavesは 17, 26とデフォルト以下の値が選択されており, モデル
の複雑度はそれほど高くない. min child samplesは 10, 10とデフォルト値以下であ
るが, 各交差検証における訓練データセットのサンプルは 1100程度なので, 許容範
囲であると言える.

SPMの予測結果から,各グループに関してAMSijを計算した表を,付録中の表B.1

, B.2, B.3に示す. これは 4章で示した結果表A.2らと同様のフォーマットである.
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RDに関する実験結果
表 5.4, 5.5に関する詳細なモデルの評価は次節で行うが, 簡易的に各種評価指標を

比較すると, SPM1, SPM2共に LightGBM実装のほうが全体的な性能が良好となっ
た. したがって, RDに関する実験では, LightGBM実装の SPMを用いる. MIAO

フェーズ 2に入力する SCEは, 5.3.4の SPMの実験で得られたものをそのまま利用
する. SPMにおける実験では, 10個の異なる random state毎に 5分割交差検証が
実施されるというものであった. このとき, 最終 Tmにおける予測 SCEは, 10個の
random stateから得られる予測 SCEを平均したものとなる. すなわち, あるグルー
プにおける第 r番目の random stateに対応する ˆSCE

Tm

ij を ˆSCE
Tm

i,j,rと表記すると, 各

グループの最終 Tmにおける予測 SCEは ˆSCE
Tm

ij =
1

10

10∑
r=1

ˆSCE
Tm

i,j,rで算出される.

この ˆSCE
Tm

ij を全てのグループにおいて計算し, MIAOフェーズ 2に入力すること
で, 予測MIAOスコア表を得る. その結果は, 付録B.1に示すものである. したがっ
て, RDのための説明変数が付録B.1のMIAOスコア表となる. これを学習データと
して, LOOCVにより得られた分類結果のレポートが表 5.10で, 混同行列が表 5.11

である. また, RDの分類結果と真値の比較表を付録中の表B.4に示す. これらは全
て 4章のものと同様のフォーマットである.

5.4 評価
SPMに関する実験の結果, SPM1, SPM2ともに LightGBM実装のほうが各種指

標のスコアが高性能を示すことが分かった. 具体的には, 重回帰モデル実装の SPM1

では, 平均的なR2スコアが 0.66, RMSEが 0.69, SPM2では, 平均的なR2スコアが
0.54, RMSEが 0.72である. LightGBM実装の SPM1では, 平均的な R2スコアが
0.74, RMSEが 0.60, SPM2では, 平均的なR2スコアが 0.65, RMSEが 0.62となった.

これが意味することは, LightGBM実装の方が, モデルの当てはまりが良く, また予
測値と真値がより近いことを表す. 重回帰モデル, LightGBM双方において, SPM2

よりも SPM1の性能が良好であることから, next c1 to tは next c2 to tよりも予測
性が高く, シンプルな構造であることが読み取れる. 変数の並び順から, c1はデファ
クトスタンダードであるため, 最も外生性が高いと仮定されているものからの対象
への影響は, 新興のものに比べて, 予測性能が優れていると言える. SPM2に関して
は前述のように, 重回帰, LightGBM共に SPM1に比べて予測性能が低下する結果と
なった. 特に, 重回帰版の SPM2のR2は 0.54であり, next c2 to tを線形モデルで
説明することが困難であることが示唆される. つまり, 新興のOSSから対象への影
響は, デファクトスタンダードからの影響に比べ複雑であり, 非線形関係を考慮でき
るモデルの仕様が推奨される. ただし, LightGBM版のR2も 0.65と SPM1のものに
比べて 0.9ポイントも低いものであるため, LightGBMでも複雑な変数の関係性を十
分にモデルに取り込めているとはいえない.

その他として, 復数の random stateの使用により, 各フォールド毎に極端な性能
差が見られず, データセットの分割基準でモデルの性能が大きく変わることは抑制
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されている. 極端な性能差とは, 例えばフォールド 1のR2は 0.2だが, フォールド 2

のR2は 0.7となるようなものである.

これまでを総括すると, SPM1, SPM2双方ともに非線形モデルのほうが明確に性
能が高い結果となった. ただし, LightGBMを用いても, 過去の SCEと貢献者の変動
率を用いた将来の SCE予測精度は中程度であり, SCEの予測が簡単なタスクではな
いことが分かる. また, 今回のデータにおける next c2 to tの変動は next c1 to tに
比べ複雑であることも分かった. ただし, これはデータの並び順に依存する結果であ
るとも言えるため, より信頼性の高い結果を得るには, より大規模なデータセットを
用いて, 感度分析等を行う必要がある.

RDの分類性能 (表 5.10)については, Accuracyは 0.73で, 4章の結果（表 4.10）
と比べると, 0.12ポイントも低下した. 特に, nonREVクラスにおいては F1スコア
が 0.85から 0.7ポイントまで低下し, 多くのケースをREVと分類してしまう結果と
なった. そのため, 真陽性の数が 27と 4章の結果と変化がないにも関わらず, 偽陽性
の増加によりREVクラスのF1スコアも 0.84から 0.75に低下する結果となった. こ
のような結果が招かれたのは RPMの予測性能が十分でなく, AMSij の分布が変化
してしまったことによると考えられる. 後の考察において, この分布の変化が予測性
能に与える影響などの詳細な分析を行う.
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表 5.6: SMP1における学習曲線の統計的要約

count mean std min 25% 50% 75% max

n iterations 50.00 80.72 27.83 16.00 53.75 100.00 100.00 100.00

initial train rmse 50.00 1.15 0.06 0.93 1.13 1.16 1.19 1.23

initial valid rmse 50.00 1.14 0.23 0.76 0.97 1.13 1.27 1.81

25p train rmse 50.00 0.68 0.11 0.54 0.60 0.64 0.76 0.98

25p vaild rmse 50.00 0.72 0.15 0.49 0.61 0.69 0.79 1.22

50p train rmse 50.00 0.56 0.10 0.46 0.49 0.52 0.62 0.85

50p vaild rmse 50.00 0.65 0.14 0.46 0.55 0.62 0.72 1.11

75p train rmse 50.00 0.49 0.09 0.40 0.44 0.46 0.55 0.78

75p vaild rmse 50.00 0.62 0.13 0.43 0.53 0.59 0.68 1.03

final train rmse 50.00 0.45 0.09 0.35 0.39 0.41 0.50 0.73

final valid rmse 50.00 0.61 0.12 0.44 0.52 0.57 0.66 0.96

best valid rmse 50.00 0.60 0.12 0.43 0.52 0.56 0.66 0.96

best iteration 50.00 74.52 31.37 5.00 42.75 94.50 99.00 99.00

early stopped 50.00 0.42 0.50 0.00 0.00 0.00 1.00 1.00

表 5.7: SMP2における学習曲線の統計的要約

count mean std min 25% 50% 75% max

n iterations 50.00 88.64 19.68 33.00 77.75 100.00 100.00 100.00

initial train rmse 50.00 1.05 0.04 0.95 1.02 1.05 1.07 1.11

initial valid rmse 50.00 1.05 0.16 0.70 0.93 1.05 1.17 1.41

25p train rmse 50.00 0.56 0.06 0.50 0.53 0.54 0.57 0.75

25p vaild rmse 50.00 0.70 0.11 0.45 0.61 0.68 0.76 0.98

50p train rmse 50.00 0.45 0.05 0.40 0.42 0.44 0.47 0.61

50p vaild rmse 50.00 0.65 0.10 0.43 0.58 0.64 0.71 0.96

75p train rmse 50.00 0.39 0.05 0.34 0.35 0.37 0.40 0.54

75p vaild rmse 50.00 0.63 0.10 0.42 0.56 0.62 0.69 0.94

final train rmse 50.00 0.35 0.05 0.30 0.32 0.34 0.36 0.49

final valid rmse 50.00 0.63 0.10 0.42 0.56 0.62 0.68 0.93

best valid rmse 50.00 0.63 0.10 0.41 0.56 0.61 0.68 0.93

best iteration 50.00 83.26 23.21 22.00 66.75 98.00 99.00 99.00

early stopped 50.00 0.34 0.48 0.00 0.00 0.00 1.00 1.00
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表 5.8: SPM1のハイパーパラメータ
Hyper Parameter Value

objective regression

boosting type gbdt

metric rmse

min child samples 10

feature pre filter False

lambda l1 0.01

lambda l2 0.00

num leaves 17

feature fraction 1.00

bagging fraction 0.67

bagging freq 1

表 5.9: SPM2のハイパーパラメータ
Hyper Parameter Value

objective regression

boosting type gbdt

metric rmse

min child samples 10

feature pre filter False

lambda l1 0.10

lambda l2 0.10

num leaves 26

feature fraction 0.50

bagging fraction 1.00

bagging freq 0

表 5.10: 分類結果のレポート

Precision Recall F1-score Support

nonREV 0.81 0.62 0.70 34

REV 0.68 0.84 0.75 32

Accuracy – – 0.73 66

Macro avg 0.74 0.73 0.72 66

Weighted avg 0.74 0.73 0.72 66

表 5.11: 混同行列

Predicted

Yes No

A
ct
u
a
l Yes 27 5

No 13 21
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第6章 考察

6.1 MIAOの結果の解釈および考察
4章の実験では, REVクラスと nonREVクラスの合計 66グループに対して, 日次

コミット数の推移をもとに, MIAOを適用した. 実験結果から, アクティビティ時系
列データの 90%以上は, 分数差分変換を用いることなく, 季節調整後のみで定常過程
と判定されることが分かった. SVARモデルのラグ次数はAICを指標として自動選
択し, さらに撹乱項の系列相関をLjung-Box検定にかけることで，モデルの妥当性を
担保した. 検定の結果, 90%以上のケースで p値 0.1以上を達成した. このことから,

多くのOSSの日次のコミット数の推移は, 過剰な前処理を行わずとも定常性, ある
いはトレンド定常性を持ち, VARのような線形モデルで十分に予測可能であると考
えられる. また, フェーズ 2から得られるMIAOスコアは, 決定木モデルを用いた評
価 (表 4.10)において, Accuracyが 0.85± 0.35という良好な性能でREVか nonREV

かを分類できることを示した. 一方で, なぜこのような結果になったかの議論はまだ
行えていない.

本節では, このような結果が導かれた要因として, 主に図 4.5の決定木を用いて解
釈することを試みる. まず,特筆すべきは,決定木の最上位ノードが c2→ t ≤ −0.137
という条件で分岐していることであり, これは c2から tへの影響が REVを決定す
る最も重要な要因であることを示唆している. この条件が False, つまり c2から tへ
の正の影響が限定的で, 負の影響が大きくなる可能性がある場合, REVクラスのう
ち 31/32が右側のノードに分岐する. 右側のノードはREVクラス, 左側のノードは
nonREVクラスと判定される傾向にある. つまり, c2→ tの大小で,大多数のREVか
nonREVかが決定してしまうといっても良い. 変数の並び順に基づけば, c2は, c1よ
りも目新しいOSSとなっている. そのため, targetがREVとなる場合に,より新興の
OSSからの影響が大きい可能性がある. 右側のノードの次の分岐は c1 → c2 ≤ 0.019

で, これが Trueとなる場合は c1から c2への正の影響が強くなることを表す. つま
り, REVクラスにおいては, 相対的に競合同士の影響が正になりやすということで
ある. この分岐をさらに辿ると, 次の条件は c1 → t ≤ −0.638である. これが False

となる場合, つまり c1から tへの正の影響が限定的, あるいは負の影響が強くなる場
合に, 28サンプルがREVに分類される.

逆に, ルートノードの条件がTrueの場合, すべてのサンプルは nonREVに分類さ
れる. c2→ c1 ≤ 0.067という分岐はあるものの, この条件の分類における寄与はそ
れほど大きくない. これらから, REVが起こる場合には, c2, c1双方から tに対する
限定的な正の影響, あるいは負の影響があることが分かった. 特に, より新興の競合
OSSからの強い累積的な負の影響が，対象OSSを衰退・停止に追い込む一因」であ
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る可能性を, MIAOの定量結果が示唆している. これは，Coelhoらの先行研究で言
及されていた ”強力な競合の出現がOSSを衰退させる” 事象の一つの実例を, 時系
列データを用いることで定量化できたことを意味する. したがって, 複数期間にお
ける累積的なインパルス応答は, REVを特徴づける値として有用なものであるとい
える.

ターゲットから競合への影響は決定木の分類条件に寄与していないものの,表4.3の
M1は27件の真陽性ケースのうち15件で成立し,そのうち9件は表内でD(AMSC1T ,AMSTC1)

またはD(AMSC2T ,AMSTC2)の最大値を示している. つまり, 真陽性の内, 1/3のサ
ンプルはMIAOスコアの解釈において与えられたREVを疑うケースに一致するも
のが含まれることになる.

次に誤分類の要因を分析する. このため, 決定木においてREV分類に重要な変数
として特定された c1 → tおよび c2 → tの関係に注目した. 混同行列の各グループ
について, すべての期間シフトにおけるMS∗ = MSC1T +MSC2T を計算し, 各ケー
スの平均を取ったところ, 真陽性 (TP): 2.50, 真陰性 (TN): -2.34, 偽陽性 (FP): 0.68,

偽陰性 (FN): -3.01, の結果が得られる.

これらの平均スコアを比較すると, TPとFN, およびTNとFP間に顕著な差異が
見られる. まず, TPと FNの差は 5.51である. これは TP事例ではMS∗が高く, 競
合から対象への強い負の影響を示す一方, FN事例ではMS∗が負の値を示すことを
意味する. この差異はMann-Whitney U検定 [50]においても 5%有意水準で有意で
あった (検定統計量: 1897.0, p値: 0.00). この結果から, REVクラス内においても
c1→ t, c2→ tがネガティブとなるサンプルがあることを示している.

TNとFPについては, その差は 3.02でTPとFNの差を下回ったものの, この差異
もMann-Whitney U検定で有意であった (検定統計量: 610.0, p値: 0.00). したがっ
て, REVが発生していない場合でも競合からターゲットへの相対的に強い負の影響
が観測され, これが誤分類につながっている. nonREVクラスはより多くの期間区分
を持つことを考慮すると, これが偽陽性の主要な要因となっている可能性がある. そ
のため, データセットの整理やOSSの成長モデルをより考慮することが誤分類を減
らすため有効な対策となるかもしれない.

その他に, 誤分類の根本的な原因として, データセット構築の段階で, REVクラス
に本来REVではないものが含まれている可能性がある. 現状, OSS開発の停止理由
がREVによって引き起こされたかどうかを確定的に知ることは困難であり, 定性的
なルールによって判断されている. その結果, データセットにはREVではないケー
スが含まれている可能性がある. したがって, 当該OSSがREVで衰退したかどうか
をより確度を高めて知ることは, 本研究の信頼性を高めるうえで重要なものとなる.

6.2 RPMの結果の考察
RPMでは, 4章の事後分析と異なり, 分類結果 (表 5.10)のAccuracyが 0.73と低

下した. 予測 SCEを用いるというアプローチであるため, 予測 SCEの精度に, 分類
結果も依存することは自明である. まず, 分類性能が 4章の事後分析よりも下回った
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図 6.1: 真のAMSと予測AMSの分布の比較

という点は, 事後分析で得られた実際の SCEが, REVか nonREVかを定量化するた
めの特徴量としてより適切であることを示す. つまり, SPMの予測精度を向上させ,

実際の SCEにより近い値を予測できれば, RPMの予測性能の向上につながるとい
う結論が得られる.

次に, RPMの分類性能の低下の要因を分析する. 図 6.1は真のAMSと, 予測AMS

のヒストグラムを取り, それぞれを比較するために重ねたものである. 本図を見る
と, 予測AMSはヒストグラムの形状が元のものよりも広がり, やや左側に偏って分
布するような形状となっている. 分布の広がりは, 決定木において曖昧さあるいは複
雑さを増す要因となり, 左側への偏りは, SCEが 0以上と予測される割合が多くなっ
ていることを表している. 言い換えると, 各グループにおける最終 Tmの SCEは真
値と比較して正の影響として予測されてしまっているといえる. これが, 4章の事後
分析 (表 4.11)に比べ, 偽陽性が増加 (表 5.11)する要因となっていると考えられる.

実際, REVの確度が高いグループ 1において, PytorchからChainerへの真の SCE

は [-0.43, -0.90, -1.80, -2.24]として推移するにも関わらず, 予測 SCEは [0.44, 0.50,

0.28, 0.20]と推移している. SCEの時点ではネガティブな値であるほど, 競合から対
象への負の影響が強いことを表すので, 本来は負の影響であるものを, 正の影響とし
て予測してしまっていることになる. これは, 過去の SCEと貢献者のCAGRだけで
は, REVによる急激な活動量の減少を依然として平滑化してしまっていることを示
唆する. したがって, より急激な変動を捉えられる変数や, ダウントレンドを形成し
やすい変数などを選択し, SCEの過剰な見積もりを抑制する必要がある.
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6.3 本研究の利点と限界点
これまでの実験結果や考察から, MIAOおよびRPMを含めた本研究の利点と限界

点をまとめる. まず, 利点は以下の 4つである.

1つめは, MIAOにより, OSSプロジェクト間の競合関係を良好な精度で定量化で
きる点が挙げられる. これにより, これまで定性的な評価にとどまっていたOSSの
競合関係を定量的に評価できるようになる. 先行研究が主に内部的な持続可能性要
因に注目していたのに対し, MIAOはOSSプロジェクトの生存性に影響を与える競
合のダイナミクスを理解する新たな手法を提供する.

2つめは, MIAOスコアの解釈が容易な点である. 単一のMIAOスコアは, ある
OSSの活動量が変化した際のあるOSSへの影響を, 累積的なインパルス応答の総和
として単純計算したものである. また, それぞれのインパルス応答は直交化されて
おり, 理論的には, あるOSSからあるOSSへの固有の影響を数値化している. した
がって, 同グループ内でMIAOスコア同士を単純比較可能であり, 値の大小に応じ
て競合関係を直接的に把握することができる. また, 各MIAOスコアの独立性から,

決定木モデルなどを用いて, どの変数からどの変数への影響がREVの分類に寄与す
るか, その時の閾値はどのくらいか, を視覚的に把握することが可能となる. 具体的
には, 例えば, 新興からの影響が強いのか, レガシーなものからの影響が強いのかを,

変数の選び方とオーダーを規定することで把握できる. この解釈可能性により, 研究
者や開発者は競合関係にあるOSSの生存または衰退に寄与する要因や閾値を理解す
ることができる. 本研究では決定木モデルを用いたが, その他にも説明性の高いモデ
ルを選択して分類モデルを構築することで, 決定木と同様になぜそのような結果と
なったかを解釈することも可能である.

3つめは, RPMによりREVの発生そのものを予期できる点である. MIAOはREV

の事後的な分析に焦点を当てているため, 将来のREV発生を予期する能力は持たな
い. 一方で, RPMを構成する SPMでは, MIAOで得られた SCEを説明変数とする
ことで, Tm+1時点の SCEを予測することができる. これにより, Tm+1時点の予測
MIAOスコアを算出し, 将来の競合間の関係性をも定量化可能となる. このとき, 当
期 Tmと比較し, Tm+1において競合と対象OSSとで明確な競合関係が出現する場合,

REV発生に備えることができる.

4つめは, 最小限のデータ要件で実用的に利用可能な点である. 先行研究ではコ
ミュニティ構造や開発者のダイナミクスの分析, および大規模なネットワーク分析
が必要とされ, データ収集が困難であった. MIAOでは, 実験で示したように対象の
OSSと競合するOSSの時系列データのみを必要とし, OSS採用者が容易にMIAOを
実行して採用したOSSの位置づけと将来性を評価することができる. RPMにおい
ても, 過去の SCEと貢献者数の推移のみをデータとして得られればよく, これらは
単一のGitリポジトリを cloneすることで容易に得られるものである. この分析の容
易性は, 組織がOSSポートフォリオのリスクを評価・管理する方法に大きな影響を
与える可能性がある. さらに, 必要なデータの単純さにより, MIAOを継続的インテ
グレーション (Contenius integration, CI)に統合し, OSSの競争力の健全性を自動的
に継続評価することが可能となる. CIでは, 事後分析にMIAOを, REV予測にRPM

60



をそれぞれ用いることで, 現時点におけるリスクと将来におけるリスクの双方を分
析可能となる.

本手法はREVを判定/予測するための有効な手法ではあるが, REVの定義に主観
性が交じること, また厳密な因果分析の欠如から, 妥当性への脅威が存在する. １つ
目の懸念は, 考察でも挙げた通り, REVを確定的に知ることが困難であり, REVク
ラスに本来 REVではないケースが含まれている可能性がある点である. これを防
止するために, 手作業でデータセットを取捨選択する必要があり, データセット構築
のハードルが上がることから, サンプルサイズの拡大に対する制限も生まれている.

今後の研究において, より確立されたREVの定義を導入できれば, 本研究の信頼性
を向上させることができる. 2つ目の懸念は, MIAOが厳密な因果推論に基づいて
おらず, コミットの頻度のみでREVを特定している点である. 本来のコミット頻度
は複雑なものであり, 競争関係以外の外部要因や内部要因の影響も受ける. そのた
め, MIAOがあるケースをREVと特定しても, そのケースでは他の要因によって開
発が停止した可能性がある. 3つ目の懸念は, RPMの精度に関する懸念である. 現
状のRPMでは陽性と偽陽性と判定する割合が多く, 多くの場合にREVと判定され
る可能性がある. つまり, REVのリスクを過剰に評価してしまう可能性が高く, 仮に
REVと判定されても, RPMの出力結果に関する詳細な分析が必要となる.

6.4 本研究と関連研究の比較
ここでは, 本研究と関連研究に関して, カバー領域とパフォーマンスの観点で比較

を行う. これにより, 本研究と関連研究の違いや得意/不得意を明確にし, 分析の目
的に応じた手法を選ぶための指標を与える.

6.4.1 カバー領域の比較
評価項目 本研究 Liaoら

(2019)

Eluriら
(2019)

Rajaら
(2010)

Samoladasら
(2012)

Valievら
(2018)

分析手法 MIAO, RPM LP(p)*1 MLP VI*2 生存分析 混合分析 *3

外的要因 競合関係の考慮 ◎ × × × × ×
エコシステムの考慮 △ × × × × ◎

内的要因
技術的要因の考慮 × ◎ ◯ × ◯ ×
コミュニティ要因の考慮 × △ △ ◎ ◯ ◯
PM要因の考慮 × × × ◯ × ×

その他 時間経過の考慮 ◎ ◯ × ◯ ◎ ◯

表 6.1: 各研究がカバーする領域を比較した表
*1 LP (p) = α · log2[n(p)] · l(p) · log2[m(p)] + β · lab(p)
*2 Viability Index (VI): Rajaらが提案した独自の指標で, OSSプロジェクトの生存
可能性を評価する複合指標. 活力, 組織力, 回復力の 3つの側面を統合している.

*3ネットワーク分析, 生存分析, 構造化インタビュー
評価基準: ◎: 最も対応している, ◯: 対応している, △: 部分的に対応, ×: 未対応
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各研究がカバーする領域を比較した表が, 表 6.1である. この表では, 6つの領域が
比較対象となる.

6つの領域とその評価の尺度について述べる. 6つの領域は, 外的要因, 内的要因,

その他のカテゴリに分類される. まず外的要因から述べると, １つ目は, 競合関係の
考慮である. これは文字通り, 外的要因の内, 競合関係を考慮可能であるかを示すも
のである. これは特に時系列分析など, 分析手法を限定したものではなく, どのよう
な分析手法を用いても競合関係を考慮している場合に◎を与える. 2つ目は, エコシ
ステムの考慮である. エコシステムは, 特定のプラットフォームやテクノロジーを
中心として形成される, 相互に依存し合う要素の集合体を指す, 具体的にはAndroid,

iOSなどのモバイルプラットフォームや, Pythonのソフトウェアエコシステムであ
る PyPI , JavaScriptのソフトウェアエコシステムであるNPMなどが該当し, これ
らプラットフォームの上で多くのソフトウェアが開発される. このようなエコシス
テムの考慮の規模により評価を行う. 例えば, プラットフォーム全体を含むような研
究では◎を与え, 部分的な場合は△を与える.

内的要因は 3つの領域からなる. 内的要因は外的要因に比べると, 定量化が比較的
行いやすい領域であるため, どれくらいの量を扱っているかで評価する. つまり, モ
デルや分析手法の中で当該領域を最も多く扱っていれば◎, 次に扱っていれば◯の
ような評価となる. 内的要因の 1つ目は, 技術的要因の考慮である. 技術的な要因と
は, 特定の技術に関する情報やコードの保守性や複雑性などを指す. 例えば, 各OSS

がどのような技術カテゴリであるか, どのようなプログラミング言語を用いている
か, コードの品質はどうか, などが技術的要因に含まれる. 4つ目は, コミュニティ要
因の考慮である. コミュニティ要因とは, コミュニティの規模や所属する開発者の人
数や質, 運営の健全性などを指す. 例えば, 大企業がホストしているか, 個人がホス
トしているかなどの規模に関するものや, ひとつの issueやPRに対する返答率や速
度, 開発者の相互作用, 新規貢献者の定着率などが挙げられる. 5つ目は, プロジェク
トマネジメント (PM)要因の考慮である. コミュニティ要因と PM要因は共通部分
も見受けられるが, PMでは, 主にOSSの運営を如何にコントロールできているかを
見る. これは例えば, 新機能やバグフィクスのためのリリース頻度や, タスク割当の
効率性などが挙げられる.

最後は, 時間経過を考慮しているかである. 通常, OSSの分析はある時点における
スナップショットのデータが用いられる. しかし, 多くのOSSは一定の成長モデル
[18]に従うため, どのステージで分析したかによって, 分析結果が大きく変わる可能
性がある. したがって, 単一の時点を分析しただけではOSSの生存性を見誤る可能
性があり, 複数期間にわたって分析, 評価することがフェアである. この領域では, 時
間経過がモデルに組み込まれている度合いで評価される. 例えば, 時系列分析や生存
分析では時間経過の評価は◎となる. 一方で, 回帰モデルの変数として時間経過を考
慮したスカラー値が含まれるような場合は, ◯や△を与える.

表 6.1の結果をまとめると, 本研究がカバーする領域は, 外的要因の 2つと, 時間
経過ということになった. したがって, 本研究は内的要因は一切考慮しない, 外的要
因の分析に特化した手法となる. 内的要因, 外的要因の両方を扱う最もバランスが良
いものがValievらである. その他の研究は, 内的要因に特化した手法で, 特に, Liao
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らは技術要因が強く, Rajaらはコミュニティ要因が強い研究となった.

6.4.2 パフォーマンス比較
評価項目 本研究 Liaoら

(2019)

Eluriら
(2019)

Rajaら
(2010)

Samoladasら
(2012)

Valievら
(2018)

予測モデルの提供 ◎ ◎ ◎ × × ×
実験のサンプルサイズ 66 Group(N=198) 843,763 449 232 1,147 46,547

モデルの精度 Acc: 0.85

F1: 0.84

36%が誤差 10%

53%が誤差 30%

Acc: 0.81

F1: 0.82

Acc: 0.93

F1: 0.93
- -

一般性 △ ◎ △ ◯ ◯ ◯
説明性 ◎ ◎ △ ◎ ◯ ◎
実務可能性 ◎ ◎ ◯ △ ◎ ×

表 6.2: 各研究のパフォーマンス比較表
評価基準: ◎: 非常に優れている, ◯: 優れている, △: やや劣る, ×: 劣る

表 6.2は各研究が提供するモデルの結果のパフォーマンスを比較した表である. そ
れぞれが異なるモデルや評価基準であるため, 直接的な比較は難しいが, 6つの項目
で評価を行う.

6つの項目とその評価の尺度について述べる. １つ目は, 予測モデルを提供してい
るかである. 予測モデルを提供している場合は◎, 直接的な予測モデルではないが,

実装次第で予測モデルとできる場合に◯や△を与える. 2つ目は, 実験の標本数であ
る. これは, 研究や実験の文脈により最適なものが異なるが, 大きいものがより一般
性の高い実験結果を示していると言える. つまり, この観点では, Liaoら > Valiev

ら > Samoladasら > Rluriら > 本研究 > Rajaらとなる. 3つ目は, モデルの精度
である. ただし, Valievら, Samoladasらは各要因や変数がOSSの生存性とどのよう
な関連があるかを説明するための研究であるため, モデルの精度は明言されていな
い. したがって, 残りの 4つの研究のみ比較可能である. なお, それぞれの研究が事
後解析であることを踏まえると, 本研究ではMIAOの結果を用いるのがフェアであ
る. モデルの精度評価に同じ指標を用いている本研究, Eluriら, Rajaらのみが直接
比較できる. 4つ目は, 一般性である. この項目では, それぞれの研究分野における
結果の一般性を評価する. 結果の一般性は, データセットの標本数や, サンプリング
方法, 特定のドメインへの偏りがないかなどで判断する. したがって, データセット
の標本数が大きく, 偏りが最も少ないものを◎と評価する. 5つ目は, 説明性である.

これは, モデルや分析手法の説明性, 解釈性の高さを評価する. つまり, なぜそのよ
うな結果となったかを説明できる度合いと言える. 最後は実務可能性である. これ
は, 実務での利用可能性が高いかを評価する. 主な評価基準は, モデルの複雑性や,

データセット構築の難易度が低いかである. つまり, 精度が高くとも, モデルの実装
や, データセットの構築が大規模で困難である場合に, 評価は下がる.

表 6.2の結果をまとめると, 本研究は中程度の予測精度を持ち, 説明性と実務可能
性が優れているが, データセットの制限から一般性に疑問が残る結果となった. 最も
バランスの良いものはLiaoらのもので, シンプルなモデルでありながら, データセッ
トも大きく, 一般性の高い結果となっている. モデル精度の観点で, 最も優秀なもの
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はRajaらのものである. ただし, Rajaらのモデルは事後分析を前提に設計されてい
るため, 予測モデルを提供しているわけではない. 予測モデルを提供しているという
観点では, 本研究, Liaoら, Eluriらに軍配が上がる. これらの研究ではデータセット
を準備できれば, 論文記載のモデルを実装することで, 将来のOSSの生存性を予測
することができる. 特に, 本研究と Liaoらはデータセットの入手が比較的容易な点
が評価できる. 一方で, 予測モデルを提供していない研究では, 研究の説明性やモデ
ルの精度が高いものの, データセットの取得が容易ではないというトレードオフが
ある. 特に, Valievらはネットワーク分析のために大規模なデータセットが必要で,

Rajaらは Source Forge中の開発者間のコミュニケーションやタスクの割当の記録な
どを取得する必要がある.
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第7章 おわりに

先行研究では, 持続性の高いOSSプロジェクトが持つ特徴を主に内的要因を用い
て明らかにした. また, 外的要因を扱う研究では, スポンサーシップの有無やGitHub

スター, 依存関係ネットワークを用いて, それらとOSSの生存性がどのように関係
するかを分析した. 本研究ではこれまでの視野を拡張し, OSSの競合関係という外
的要因がOSSプロジェクトの生存性に与える影響を含むようにした.

具体的には, MIAOにより複数のOSS同士の経時的な競合関係を定量化すること
に成功し, 特定のクラスにおいて REVか nonREVであるかを高精度かつ偏りなく
分類できることが分かった. これは, OSS間の累積インパルス応答という特徴量が,

OSSの競合関係を定量化するためのデータとして十分な説明性を持っていることを
示唆する. RPMの精度は中程度にとどまり改善の余地が残るが, REVをスクリーニ
ング的に予測するという意味では十分に利用可能な精度である.

今後の課題として残される議題は, MIAOについては, データセットの拡張やコ
ミット数以外のアクティビティ時系列データとREVの関連性のほか, 厳密な因果推
論手法を導入するなどが考えられる. RPMについては, SPMの予測精度を向上する
ための変数の発見や, SPMではなく, 直接的に将来のコミット数の推移を予測する
時系列予測モデルの導入などがある.

これらの課題に関して, アルゴリズムなどを変えずに, すぐに着手できるものに標
本数の拡張がある. ただし, 本研究の難しい点は, REVを確定的に知ることが困難な
点である. したがって, 慎重に事実確認を行い, 手動でデータセットを構築せざるを
得ないため, 大規模な標本からランダムサンプリングするといったことができない.

そのため, より効率的なデータセットの構築方法が見つかれば, 本研究の信頼性が格
段に向上することになる.

コミット数以外のアクティビティ時系列データと REVの関連性を分析する際に
は, コミット数の推移をその他のアクティビティ時系列データに変更すれば良い. 例
えば, 貢献者数の推移や, GitHubスターの推移, GitHub上のPullRequest(PR)数や
Issue数などを用いることが考えられる. これらを用いて, REVの分類精度が向上す
る場合は, REVの分類という文脈においてコミット数よりもその他の変数のほうが
優れているといえる. この他にも, 直接的なREVの分類とはならないが, 各変数間
の関係性をMIAOで定量化することもできる. 例えば, ひとつのOSSに関する貢献
者数の推移や, GitHubスターの推移, GitHub上の PR数や Issue数などをそれぞれ
AiとしてMIAOに入力すると, Issue数が上昇したときのPR数の変動などを分析す
ることができる. この分析により, REVと nonREVのOSSとで, 各アクティビティ
の関係性に異なる特徴が現れるかなどを分析できる.

より厳密な因果推論手法の導入は, 当該OSSが内的要因で衰退したのか, 市場要
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因で衰退したのか, あるいは競合関係で衰退したのかといった, どのような原因で衰
退したかを推測するためのものである. 現状, MIAOではREVにより衰退したと考
えられるOSSが用いられているが, 前述した通り REVにより衰退したかどうかは
定性的な判断に基づいている. このため, VAR-LiNGAMなどの因果探索手法や, 合
成コントロール法 (SCM) , CausalImpactなどを用いた反実仮想シナリオの分析な
どを行い, OSSの衰退要因を厳密に推論する. これによりMIAOを適用可能なOSS

を定量的に特定でき, MIAOの結果の信頼性を向上させることができる.

RPMでは, SCEの予測を向上させるための変数の発見が重要となるが, SCEの点
推定ではなく, 将来のアクティビティ時系列データを直接的に予測するというアプ
ローチも考えられる. このような複雑な時系列の予測には, VARのような線形モデル
でなく, LSTM(Long short term memory)や状態空間モデルのような非線形モデル
が役立つ可能性がある. このとき, 先に上げた因果推論の結果を用いることで, 市場
が楽観的に成長するだろう, あるいは悲観的な見通しである, といったトレンドを予
測モデルに組みこむことで, 翌年のコミット数の推移を様々なシナリオでシミュレー
ション可能となる. 各シナリオでMIAOスコアを計算するという行為を定期的に行
い, 採用OSSと競合OSSのMIAOスコアに大きな非対称性が見られる場合に, REV

の発生に備え当該OSSのリプレイスの準備をするなどの意思決定が可能となる.
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付 録A 4章の実験結果

A.1 k=200の根拠となる実験

表 A.1: k毎の SCEの近似精度の統計

k mean median std min max

10 0.906 0.333 2.316 0.000 28.879

100 0.029 0.000 0.123 0.000 1.282

200 0.002 0.000 0.014 0.000 0.196

1000 0.000 0.000 0.000 0.000 0.000

k = 200の根拠となる実験内容は, k = 10000をベンチマークとし, k = 10, k =

100, k = 200, k = 1000と, k = 10000のときの AMSij の差の絶対値がどれほど異
なるかを比較したものである. 標本数は各グループ毎に 6つの AMSij があるので,

66× 6 = 396である.

この結果を見ると, k=10と k=10000のときのAMSij の差の平均は 0.906もあり,

標準偏差も 2.316と大きくばらつくことが分かる. これは kが小さい場合に, 平均
的に AMSij が約 1ポイント前後することを意味する. k=200基準では AMSij の平
均値は-0.626であるため, 1.0ポイントの変動はかなりのインパクトがあるといえる.

k=100としても平均的に 0.029の変動があり, 最大 1.282ポイント変動する. これは
無視できない誤差である. 一方で, k=200, 1000と kを大きくするにつれて k=10000

との差の平均は縮小し, 標準偏差も小さくなる. これを見ると, k=200のときの各種
統計は k=1000と比べても十分に許容できる誤差であり, MIAOの結果に大きく影響
しないと考えられる. したがって, 計算効率的と近似精度のバランスが良く取れてい
る k=200を選択した.
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A.2 MIAOスコア表

表 A.2: MIAOスコア表 - 1/3

Direction AMSij

1 0

pytorch → tensorflow -3.08

chainer → tensorflow -3.58

tensorflow → pytorch -0.12

chainer → pytorch -0.98

tensorflow → chainer -0.82

pytorch → chainer 2.12

2 0

chainer → tensorflow -4.31

Theano → tensorflow -0.79

tensorflow → chainer -1.41

Theano → chainer 1.02

tensorflow → Theano 0.29

chainer → Theano 1.84

3 0

mesos → kubernetes -2.65

classicswarm → kubernetes -20.12

kubernetes → mesos -1.61

classicswarm → mesos 1.29

kubernetes → classicswarm -0.76

mesos → classicswarm 1.65

4 0

framework → symfony -0.67

CodeIgniter → symfony 0.75

symfony → framework -1.18

CodeIgniter → framework 1.19

symfony → CodeIgniter 0.05

framework → CodeIgniter 0.51

4 1

framework → symfony 0.70

CodeIgniter → symfony -1.12

symfony → framework -0.00

CodeIgniter → framework -0.01

symfony → CodeIgniter 0.13

framework → CodeIgniter -0.24

5 0

symfony → cakephp 0.76

zendframework → cakephp 0.17

cakephp → symfony -0.89

zendframework → symfony 1.02

cakephp → zendframework 2.18

symfony → zendframework 2.19

5 1

symfony → cakephp 1.64

zendframework → cakephp 0.72

cakephp → symfony -0.77

zendframework → symfony 1.15

cakephp → zendframework 5.69

symfony → zendframework 4.37

6 0

intellij-community → vscode -0.58

atom → vscode 0.36

vscode → intellij-community -5.05

atom → intellij-community 0.28

vscode → atom 1.58

intellij-community → atom 0.03

Direction AMSij

6 1

intellij-community → vscode -0.43

atom → vscode 1.76

vscode → intellij-community -4.32

atom → intellij-community 2.75

vscode → atom 0.91

intellij-community → atom 0.07

7 0

framework → symfony -0.01

fuel → symfony -2.73

symfony → framework -0.29

fuel → framework -1.76

symfony → fuel -0.00

framework → fuel 0.01

8 0

mongo → couchdb -1.92

rethinkdb → couchdb -0.95

couchdb → mongo -4.99

rethinkdb → mongo -4.40

couchdb → rethinkdb 0.20

mongo → rethinkdb 5.13

8 1

mongo → couchdb -0.67

rethinkdb → couchdb -1.25

couchdb → mongo -0.13

rethinkdb → mongo 1.11

couchdb → rethinkdb -1.96

mongo → rethinkdb 3.93

9 0

jake → webpack -0.20

gulp → webpack -0.37

webpack → jake 0.01

gulp → jake -0.09

webpack → gulp 0.35

jake → gulp 0.50

10 0

foundation-sites → bootstrap -1.35

Semantic-UI → bootstrap -2.08

bootstrap → foundation-sites -0.27

Semantic-UI → foundation-sites 3.44

bootstrap → Semantic-UI 0.79

foundation-sites → Semantic-UI 1.92

11 0

sdk → TypeScript -1.31

coffeescript → TypeScript -3.19

TypeScript → sdk -0.77

coffeescript → sdk -7.19

TypeScript → coffeescript 0.07

sdk → coffeescript -0.09

12 0

ember.js → react 0.24

angular.js → react 0.12

react → ember.js -0.64

angular.js → ember.js 0.16

react → angular.js -0.00

ember.js → angular.js 0.64

Direction AMSij

12 1

ember.js → react 0.37

angular.js → react -0.63

react → ember.js -1.50

angular.js → ember.js -3.37

react → angular.js 0.51

ember.js → angular.js 0.31

13 0

react → angular.js -0.44

knockout → angular.js -0.64

angular.js → react 0.17

knockout → react -0.89

angular.js → knockout 0.10

react → knockout 0.08

14 0

dojo → jquery 3.02

yui3 → jquery 0.30

jquery → dojo -0.84

yui3 → dojo 0.02

jquery → yui3 7.82

dojo → yui3 7.89

14 1

dojo → jquery 3.90

yui3 → jquery 0.87

jquery → dojo -2.71

yui3 → dojo -0.68

jquery → yui3 6.50

dojo → yui3 -20.35

15 0

flutter → react-native -4.68

cordova-android → react-native 1.47

react-native → flutter -0.65

cordova-android → flutter -3.41

react-native → cordova-android -0.06

flutter → cordova-android 0.34

16 0

drupal → WordPress -2.19

lenya → WordPress 1.58

WordPress → drupal -0.66

lenya → drupal 0.89

WordPress → lenya -0.36

drupal → lenya 3.87

16 1

drupal → WordPress 0.50

lenya → WordPress 0.09

WordPress → drupal -0.65

lenya → drupal 0.02

WordPress → lenya 1.44

drupal → lenya 0.08

17 0

typeorm → sequelize -0.05

node-orm2 → sequelize 0.45

sequelize → typeorm 0.67

node-orm2 → typeorm -1.68

sequelize → node-orm2 0.06

typeorm → node-orm2 -0.11
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表 A.3: MIAOスコア表 - 2/3

Direction AMSij

18 0

okhttp → httpcomponents-client -0.42

volley → httpcomponents-client 0.01

httpcomponents-client → okhttp 0.00

volley → okhttp -0.04

httpcomponents-client → volley -1.09

okhttp → volley 6.94

19 0

jest → mocha 0.06

karma → mocha -0.04

mocha → jest 0.29

karma → jest -0.17

mocha → karma 0.69

jest → karma -0.30

19 1

jest → mocha 0.08

karma → mocha -0.25

mocha → jest -0.36

karma → jest 1.07

mocha → karma 0.39

jest → karma 0.72

20 0

memcached → redis 2.01

riak kv → redis -0.37

redis → memcached -0.15

riak kv → memcached -0.00

redis → riak kv -0.01

memcached → riak kv 2.60

20 1

memcached → redis -0.03

riak kv → redis -0.61

redis → memcached -0.28

riak kv → memcached 0.03

redis → riak kv 1.57

memcached → riak kv 1.19

21 0

swift-package-manager → CocoaPods -0.88

Carthage → CocoaPods 0.14

CocoaPods → swift-package-manager -0.59

Carthage → swift-package-manager -0.29

CocoaPods → Carthage 0.79

swift-package-manager → Carthage -0.34

22 0

node-sass → stylus 0.48

less → stylus -0.49

stylus → node-sass -0.98

less → node-sass -0.84

stylus → less -2.50

node-sass → less 0.77

23 0

webpack → browserify -2.16

requirejs → browserify -1.11

browserify → webpack 0.00

requirejs → webpack -0.66

browserify → requirejs -0.03

webpack → requirejs 0.11

Direction AMSij

24 0

react → angular.js 0.24

backbone → angular.js -1.26

angular.js → react 0.72

backbone → react 0.53

angular.js → backbone -0.68

react → backbone -0.94

25 0

rails → django -0.03

framework → django 0.27

django → rails -1.37

framework → rails 0.36

django → framework 1.30

rails → framework -0.26

25 1

rails → django -0.06

framework → django -0.57

django → rails 1.69

framework → rails -1.99

django → framework -2.73

rails → framework -1.24

25 2

rails → django 0.10

framework → django -0.34

django → rails 1.07

framework → rails -1.70

django → framework -0.60

rails → framework 0.50

26 0

postgres → mysql-server -1.72

firebird → mysql-server -3.41

mysql-server → postgres 1.46

firebird → postgres 0.96

mysql-server → firebird -16.44

postgres → firebird -3.93

26 1

postgres → mysql-server -11.06

firebird → mysql-server 4.16

mysql-server → postgres -0.18

firebird → postgres -0.02

mysql-server → firebird 0.95

postgres → firebird -1.96

26 2

postgres → mysql-server -8.90

firebird → mysql-server -0.12

mysql-server → postgres 0.32

firebird → postgres 0.09

mysql-server → firebird 0.19

postgres → firebird 3.24

26 3

postgres → mysql-server -5.72

firebird → mysql-server 4.35

mysql-server → postgres -0.01

firebird → postgres -4.41

mysql-server → firebird -0.23

postgres → firebird -0.76

Direction AMSij

26 4

postgres → mysql-server -6.97

firebird → mysql-server -7.36

mysql-server → postgres 0.16

firebird → postgres -0.58

mysql-server → firebird 0.13

postgres → firebird -0.05

26 5

postgres → mysql-server -2.73

firebird → mysql-server 1.33

mysql-server → postgres 0.17

firebird → postgres 0.35

mysql-server → firebird 0.00

postgres → firebird -0.81

27 0

ruby → cpython -0.76

node → cpython -1.02

cpython → ruby -0.19

node → ruby -1.26

cpython → node 0.03

ruby → node -1.00

27 1

ruby → cpython 0.79

node → cpython -1.85

cpython → ruby 0.15

node → ruby -1.30

cpython → node 0.54

ruby → node 0.82

27 2

ruby → cpython -0.85

node → cpython -0.39

cpython → ruby -2.62

node → ruby -1.83

cpython → node 0.31

ruby → node 0.26

27 3

ruby → cpython -0.24

node → cpython 0.10

cpython → ruby 0.14

node → ruby 1.79

cpython → node 0.30

ruby → node 0.19

28 0

httpd → nginx -0.38

h2o → nginx 0.04

nginx → httpd -0.98

h2o → httpd 0.30

nginx → h2o 3.28

httpd → h2o 0.52

28 1

httpd → nginx -1.44

h2o → nginx -0.25

nginx → httpd 0.30

h2o → httpd 0.60

nginx → h2o -2.13

httpd → h2o 0.27
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表 A.4: MIAOスコア表 - 3/3

Direction AMSij

28 2

httpd → nginx -1.22

h2o → nginx 0.07

nginx → httpd -0.46

h2o → httpd 0.04

nginx → h2o -2.60

httpd → h2o 1.24

29 0

struts → playframework -1.64

spring-boot → playframework 0.62

playframework → struts -0.36

spring-boot → struts 0.05

playframework → spring-boot -0.53

struts → spring-boot -1.86

29 1

struts → playframework 0.24

spring-boot → playframework 0.15

playframework → struts 0.44

spring-boot → struts 0.06

playframework → spring-boot 6.95

struts → spring-boot 4.52

29 2

struts → playframework -0.97

spring-boot → playframework 0.03

playframework → struts -1.68

spring-boot → struts 0.05

playframework → spring-boot -4.45

struts → spring-boot 3.09

30 0

angular.js → jquery -0.11

react → jquery -0.25

jquery → angular.js 1.76

react → angular.js 0.34

jquery → react 2.30

angular.js → react 0.12

30 1

angular.js → jquery -0.81

react → jquery 0.02

jquery → angular.js -1.31

react → angular.js 0.39

jquery → react -6.54

angular.js → react 11.63

30 2

angular.js → jquery 0.13

react → jquery -0.28

jquery → angular.js -0.01

react → angular.js 0.32

jquery → react -13.20

angular.js → react 10.39

31 0

flutter → titanium-sdk -4.04

react-native → titanium-sdk 0.49

titanium-sdk → flutter -3.02

react-native → flutter 0.88

titanium-sdk → react-native -0.03

flutter → react-native -5.13

Direction AMSij

31 1

flutter → titanium-sdk 0.09

react-native → titanium-sdk 0.00

titanium-sdk → flutter -0.21

react-native → flutter -0.14

titanium-sdk → react-native 1.15

flutter → react-native -1.59

32 0

cassandra → couchdb 0.54

mongo → couchdb -1.18

couchdb → cassandra -0.44

mongo → cassandra -0.13

couchdb → mongo -3.51

cassandra → mongo -3.57

32 1

cassandra → couchdb -0.78

mongo → couchdb -1.15

couchdb → cassandra -2.54

mongo → cassandra -1.31

couchdb → mongo -0.91

cassandra → mongo -0.87

32 2

cassandra → couchdb -0.17

mongo → couchdb 0.43

couchdb → cassandra -1.65

mongo → cassandra -0.17

couchdb → mongo -1.39

cassandra → mongo -1.45

32 3

cassandra → couchdb 0.22

mongo → couchdb 0.91

couchdb → cassandra -0.47

mongo → cassandra -0.91

couchdb → mongo -1.24

cassandra → mongo -10.49

33 0

CodeIgniter → symfony -0.44

framework → symfony 0.77

symfony → CodeIgniter 0.14

framework → CodeIgniter -0.60

symfony → framework 1.05

CodeIgniter → framework -7.44

33 1

CodeIgniter → symfony -1.16

framework → symfony -1.27

symfony → CodeIgniter 0.06

framework → CodeIgniter 0.21

symfony → framework -0.32

CodeIgniter → framework -1.10

34 0

mesos → kubernetes -5.27

nomad → kubernetes -2.68

kubernetes → mesos -0.44

nomad → mesos -0.55

kubernetes → nomad -1.05

mesos → nomad 0.44

Direction AMSij

34 1

mesos → kubernetes -46.88

nomad → kubernetes -1.52

kubernetes → mesos -0.24

nomad → mesos 0.20

kubernetes → nomad 0.33

mesos → nomad -14.63

35 0

nuxt → next.js -6.46

remix → next.js 1.08

next.js → nuxt -2.80

remix → nuxt -0.26

next.js → remix -0.91

nuxt → remix -2.06
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A.3 決定木モデルの予測結果

表 A.5: 決定木モデルの分類結果と真値の比較表

Group Actual Predicted

1 0 1 1

2 0 1 1

3 0 1 1

4 0 1 1

4 1 1 1

5 0 1 1

5 1 1 1

6 0 1 1

6 1 1 1

7 0 1 1

8 0 1 1

8 1 1 1

9 0 1 1

10 0 1 1

11 0 1 1

12 0 1 1

12 1 1 1

13 0 1 0

14 0 1 1

14 1 1 0

15 0 1 1

16 0 1 1

16 1 1 1

17 0 1 0

18 0 1 1

19 0 1 0

19 1 1 1

20 0 1 1

20 1 1 1

21 0 1 1

22 0 1 0

23 0 1 1

24 0 0 0

Group Actual Predicted

25 0 0 1

25 1 0 0

25 2 0 0

26 0 0 0

26 1 0 0

26 2 0 0

26 3 0 0

26 4 0 0

26 5 0 0

27 0 0 0

27 1 0 0

27 2 0 1

27 3 0 0

28 0 0 1

28 1 0 0

28 2 0 1

29 0 0 0

29 1 0 0

29 2 0 0

30 0 0 0

30 1 0 0

30 2 0 0

31 0 0 0

31 1 0 0

32 0 0 0

32 1 0 0

32 2 0 0

32 3 0 0

33 0 0 0

33 1 0 0

34 0 0 1

34 1 0 0

35 0 0 0
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付 録B 5章の実験結果

B.1 MIAOスコア表

表 B.1: MIAOスコア表 - 1/3

Direction AMSij

1 0

pytorch → tensorflow -3.67

chainer → tensorflow -4.17

tensorflow → pytorch -0.54

chainer → pytorch -1.40

tensorflow → chainer -1.17

pytorch → chainer 1.76

2 0

chainer → tensorflow -4.74

Theano → tensorflow -1.23

tensorflow → chainer -1.72

Theano → chainer 0.71

tensorflow → Theano -0.02

chainer → Theano 1.52

3 0

mesos → kubernetes -3.45

classicswarm → kubernetes -20.91

kubernetes → mesos -2.14

classicswarm → mesos 0.76

kubernetes → classicswarm -1.22

mesos → classicswarm 1.20

4 0

framework → symfony -0.85

CodeIgniter → symfony 0.58

symfony → framework -1.39

CodeIgniter → framework 0.98

symfony → CodeIgniter -0.12

framework → CodeIgniter 0.34

4 1

framework → symfony 0.82

CodeIgniter → symfony -1.00

symfony → framework 0.11

CodeIgniter → framework 0.10

symfony → CodeIgniter 0.22

framework → CodeIgniter -0.15

5 0

symfony → cakephp 0.86

zendframework → cakephp 0.27

cakephp → symfony -0.76

zendframework → symfony 1.15

cakephp → zendframework 2.30

symfony → zendframework 2.31

5 1

symfony → cakephp 2.47

zendframework → cakephp 1.55

cakephp → symfony -0.04

zendframework → symfony 1.88

cakephp → zendframework 6.49

symfony → zendframework 5.17

6 0

intellij-community → vscode -1.06

atom → vscode -0.12

vscode → intellij-community -5.79

atom → intellij-community -0.47

vscode → atom 1.16

intellij-community → atom -0.38

Direction AMSij

6 1

intellij-community → vscode -0.79

atom → vscode 1.40

vscode → intellij-community -4.82

atom → intellij-community 2.25

vscode → atom 0.43

intellij-community → atom -0.41

7 0

framework → symfony -0.09

fuel → symfony -2.81

symfony → framework -0.39

fuel → framework -1.86

symfony → fuel -0.09

framework → fuel -0.08

8 0

mongo → couchdb -2.00

rethinkdb → couchdb -1.03

couchdb → mongo -4.81

rethinkdb → mongo -4.22

couchdb → rethinkdb 0.36

mongo → rethinkdb 5.29

8 1

mongo → couchdb -0.95

rethinkdb → couchdb -1.52

couchdb → mongo -0.30

rethinkdb → mongo 0.94

couchdb → rethinkdb -2.31

mongo → rethinkdb 3.58

9 0

jake → webpack -0.17

gulp → webpack -0.34

webpack → jake 0.07

gulp → jake -0.03

webpack → gulp 0.43

jake → gulp 0.58

10 0

foundation-sites → bootstrap -1.66

Semantic-UI → bootstrap -2.38

bootstrap → foundation-sites -0.55

Semantic-UI → foundation-sites 3.16

bootstrap → Semantic-UI 0.67

foundation-sites → Semantic-UI 1.80

11 0

sdk → TypeScript -1.59

coffeescript → TypeScript -3.47

TypeScript → sdk -1.19

coffeescript → sdk -7.62

TypeScript → coffeescript -0.21

sdk → coffeescript -0.38

12 0

ember.js → react 0.19

angular.js → react 0.07

react → ember.js -0.71

angular.js → ember.js 0.09

react → angular.js -0.03

ember.js → angular.js 0.61

Direction AMSij

12 1

ember.js → react 0.30

angular.js → react -0.70

react → ember.js -1.68

angular.js → ember.js -3.55

react → angular.js 0.31

ember.js → angular.js 0.12

13 0

react → angular.js -0.57

knockout → angular.js -0.76

angular.js → react 0.12

knockout → react -0.94

angular.js → knockout 0.11

react → knockout 0.09

14 0

dojo → jquery 4.08

yui3 → jquery 1.35

jquery → dojo -0.00

yui3 → dojo 0.86

jquery → yui3 8.88

dojo → yui3 8.95

14 1

dojo → jquery 4.44

yui3 → jquery 1.41

jquery → dojo -2.50

yui3 → dojo -0.47

jquery → yui3 7.07

dojo → yui3 -19.78

15 0

flutter → react-native -5.55

cordova-android → react-native 0.61

react-native → flutter -1.15

cordova-android → flutter -3.91

react-native → cordova-android -0.52

flutter → cordova-android -0.12

16 0

drupal → WordPress -2.39

lenya → WordPress 1.38

WordPress → drupal -0.90

lenya → drupal 0.65

WordPress → lenya -0.50

drupal → lenya 3.73

16 1

drupal → WordPress 0.60

lenya → WordPress 0.19

WordPress → drupal -0.69

lenya → drupal -0.02

WordPress → lenya 1.43

drupal → lenya 0.07

17 0

typeorm → sequelize -0.02

node-orm2 → sequelize 0.48

sequelize → typeorm 0.80

node-orm2 → typeorm -1.55

sequelize → node-orm2 0.11

typeorm → node-orm2 -0.05
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Direction AMSij

18 0

okhttp → httpcomponents-client -0.39

volley → httpcomponents-client 0.04

httpcomponents-client → okhttp 0.12

volley → okhttp 0.08

httpcomponents-client → volley -1.30

okhttp → volley 6.73

19 0

jest → mocha 0.08

karma → mocha -0.02

mocha → jest 0.32

karma → jest -0.14

mocha → karma 0.73

jest → karma -0.26

19 1

jest → mocha 0.09

karma → mocha -0.24

mocha → jest -0.35

karma → jest 1.09

mocha → karma 0.40

jest → karma 0.74

20 0

memcached → redis 2.18

riak kv → redis -0.19

redis → memcached 0.03

riak kv → memcached 0.19

redis → riak kv 0.23

memcached → riak kv 2.85

20 1

memcached → redis 0.10

riak kv → redis -0.47

redis → memcached -0.15

riak kv → memcached 0.15

redis → riak kv 1.65

memcached → riak kv 1.28

21 0

swift-package-manager → CocoaPods -1.04

Carthage → CocoaPods -0.03

CocoaPods → swift-package-manager -0.70

Carthage → swift-package-manager -0.40

CocoaPods → Carthage 0.72

swift-package-manager → Carthage -0.40

22 0

node-sass → stylus 0.41

less → stylus -0.56

stylus → node-sass -1.10

less → node-sass -0.96

stylus → less -2.77

node-sass → less 0.49

23 0

webpack → browserify -2.68

requirejs → browserify -1.63

browserify → webpack -0.35

requirejs → webpack -1.02

browserify → requirejs -0.36

webpack → requirejs -0.22

Direction AMSij

24 0

react → angular.js 0.38

backbone → angular.js -1.12

angular.js → react 0.96

backbone → react 0.77

angular.js → backbone -0.58

react → backbone -0.83

25 0

rails → django -0.03

framework → django 0.27

django → rails -1.38

framework → rails 0.35

django → framework 1.37

rails → framework -0.19

25 1

rails → django 0.03

framework → django -0.48

django → rails 1.57

framework → rails -2.11

django → framework -2.93

rails → framework -1.43

25 2

rails → django -0.02

framework → django -0.45

django → rails 0.90

framework → rails -1.87

django → framework -0.88

rails → framework 0.23

26 0

postgres → mysql-server -3.43

firebird → mysql-server -5.13

mysql-server → postgres 0.30

firebird → postgres -0.19

mysql-server → firebird -18.44

postgres → firebird -5.93

26 1

postgres → mysql-server -12.78

firebird → mysql-server 2.44

mysql-server → postgres -1.48

firebird → postgres -1.32

mysql-server → firebird 0.35

postgres → firebird -2.56

26 2

postgres → mysql-server -9.79

firebird → mysql-server -1.00

mysql-server → postgres -0.37

firebird → postgres -0.61

mysql-server → firebird -0.59

postgres → firebird 2.46

26 3

postgres → mysql-server -6.20

firebird → mysql-server 3.86

mysql-server → postgres -0.30

firebird → postgres -4.70

mysql-server → firebird -0.46

postgres → firebird -0.99

Direction AMSij

26 4

postgres → mysql-server -7.66

firebird → mysql-server -8.05

mysql-server → postgres -0.58

firebird → postgres -1.32

mysql-server → firebird -0.25

postgres → firebird -0.44

26 5

postgres → mysql-server -2.92

firebird → mysql-server 1.14

mysql-server → postgres 0.08

firebird → postgres 0.27

mysql-server → firebird -0.19

postgres → firebird -1.00

27 0

ruby → cpython -0.85

node → cpython -1.11

cpython → ruby -0.36

node → ruby -1.43

cpython → node -0.09

ruby → node -1.12

27 1

ruby → cpython 0.85

node → cpython -1.79

cpython → ruby 0.23

node → ruby -1.23

cpython → node 0.59

ruby → node 0.87

27 2

ruby → cpython -1.09

node → cpython -0.63

cpython → ruby -2.86

node → ruby -2.07

cpython → node 0.11

ruby → node 0.06

27 3

ruby → cpython -0.45

node → cpython -0.11

cpython → ruby -0.14

node → ruby 1.50

cpython → node 0.09

ruby → node -0.01

28 0

httpd → nginx -0.21

h2o → nginx 0.21

nginx → httpd -0.85

h2o → httpd 0.43

nginx → h2o 3.24

httpd → h2o 0.48

28 1

httpd → nginx -1.79

h2o → nginx -0.59

nginx → httpd -0.09

h2o → httpd 0.21

nginx → h2o -2.58

httpd → h2o -0.17
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Direction AMSij

28 2

httpd → nginx -1.59

h2o → nginx -0.30

nginx → httpd -0.81

h2o → httpd -0.31

nginx → h2o -3.01

httpd → h2o 0.83

29 0

struts → playframework -1.82

spring-boot → playframework 0.43

playframework → struts -0.53

spring-boot → struts -0.12

playframework → spring-boot -0.69

struts → spring-boot -2.02

29 1

struts → playframework 0.75

spring-boot → playframework 0.66

playframework → struts 0.94

spring-boot → struts 0.57

playframework → spring-boot 7.58

struts → spring-boot 5.16

29 2

struts → playframework -1.39

spring-boot → playframework -0.39

playframework → struts -1.92

spring-boot → struts -0.19

playframework → spring-boot -4.75

struts → spring-boot 2.80

30 0

angular.js → jquery 0.10

react → jquery -0.04

jquery → angular.js 1.98

react → angular.js 0.56

jquery → react 2.53

angular.js → react 0.35

30 1

angular.js → jquery -1.11

react → jquery -0.29

jquery → angular.js -1.60

react → angular.js 0.09

jquery → react -7.10

angular.js → react 11.06

30 2

angular.js → jquery -0.69

react → jquery -1.11

jquery → angular.js -0.82

react → angular.js -0.50

jquery → react -14.10

angular.js → react 9.50

31 0

flutter → titanium-sdk -4.57

react-native → titanium-sdk -0.05

titanium-sdk → flutter -3.26

react-native → flutter 0.64

titanium-sdk → react-native -0.49

flutter → react-native -5.58

Direction AMSij

31 1

flutter → titanium-sdk -0.02

react-native → titanium-sdk -0.11

titanium-sdk → flutter -0.40

react-native → flutter -0.33

titanium-sdk → react-native 0.97

flutter → react-native -1.76

32 0

cassandra → couchdb 0.38

mongo → couchdb -1.34

couchdb → cassandra -0.63

mongo → cassandra -0.32

couchdb → mongo -3.85

cassandra → mongo -3.90

32 1

cassandra → couchdb -1.04

mongo → couchdb -1.41

couchdb → cassandra -2.93

mongo → cassandra -1.70

couchdb → mongo -1.24

cassandra → mongo -1.20

32 2

cassandra → couchdb -0.22

mongo → couchdb 0.38

couchdb → cassandra -1.90

mongo → cassandra -0.42

couchdb → mongo -1.52

cassandra → mongo -1.58

32 3

cassandra → couchdb -0.08

mongo → couchdb 0.61

couchdb → cassandra -0.75

mongo → cassandra -1.20

couchdb → mongo -1.46

cassandra → mongo -10.71

33 0

CodeIgniter → symfony -0.54

framework → symfony 0.67

symfony → CodeIgniter 0.14

framework → CodeIgniter -0.60

symfony → framework 1.04

CodeIgniter → framework -7.45

33 1

CodeIgniter → symfony -1.25

framework → symfony -1.36

symfony → CodeIgniter 0.07

framework → CodeIgniter 0.22

symfony → framework -0.58

CodeIgniter → framework -1.35

34 0

mesos → kubernetes -6.14

nomad → kubernetes -3.55

kubernetes → mesos -1.03

nomad → mesos -1.13

kubernetes → nomad -1.62

mesos → nomad -0.13

Direction AMSij

34 1

mesos → kubernetes -43.50

nomad → kubernetes -5.99

kubernetes → mesos -4.53

nomad → mesos -4.09

kubernetes → nomad -1.50

mesos → nomad -15.33

35 0

nuxt → next.js -7.93

remix → next.js -0.39

next.js → nuxt -4.34

remix → nuxt -1.81

next.js → remix -2.11

nuxt → remix -3.26
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B.2 RDの予測結果

表 B.4: RDの分類結果と真値の比較表

Group Actual Predicted

1 0 1 1

2 0 1 0

3 0 1 1

4 0 1 1

4 1 1 1

5 0 1 1

5 1 1 1

6 0 1 1

6 1 1 1

7 0 1 1

8 0 1 1

8 1 1 1

9 0 1 1

10 0 1 1

11 0 1 0

12 0 1 1

12 1 1 1

13 0 1 1

14 0 1 1

14 1 1 0

15 0 1 1

16 0 1 1

16 1 1 1

17 0 1 0

18 0 1 1

19 0 1 1

19 1 1 1

20 0 1 1

20 1 1 1

21 0 1 1

22 0 1 0

23 0 1 1

24 0 0 0

Group Actual Predicted

25 0 0 1

25 1 0 0

25 2 0 1

26 0 0 0

26 1 0 0

26 2 0 1

26 3 0 0

26 4 0 1

26 5 0 0

27 0 0 0

27 1 0 1

27 2 0 1

27 3 0 1

28 0 0 1

28 1 0 1

28 2 0 1

29 0 0 0

29 1 0 1

29 2 0 0

30 0 0 1

30 1 0 0

30 2 0 0

31 0 0 0

31 1 0 0

32 0 0 0

32 1 0 0

32 2 0 0

32 3 0 0

33 0 0 0

33 1 0 0

34 0 0 1

34 1 0 0

35 0 0 0
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